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Résume

Mots-clés : Crues éclair, Nowcasting radar, Prévisions hydrologiques, Modéles pluie-débit, Apprentissage

automatique, Réseaux de neurones artificiels.

Les crues éclair représentent un aléa naturel particuliérement dangereux, responsable de morts et de dommages
matériels importants. La prévision de ces événements est un défi car ils sont le résultat d'orages locaux violents
difficilement prévisibles avec précision. De plus, leur occurrence est amenée a augmenter sous |'effet du
changement climatique et de |'urbanisation.

Ce projet de master a pour objectif d'améliorer les prévisions hydrologiques a court-terme dans des bassins
versants propices aux crues éclair. Pour ce faire, des modéles hydrologiques d'apprentissage automatique
(Perceptron Multicouche - MLP) sont développés. Ceux-ci se servent de prévisions météorologiques issues
d'observations radar (INCA). Le modéle pluie-débit classique (Routing System) est comparé au modéle MLP et
a une approche hybride qui combine modéle physique et apprentissage automatique.

La méthode hybride donne les meilleurs résultats & un horizon de prévision de 30 min sur le bassin versant urbain
de Lausanne, selon tous les indicateurs de performance utilisés. A des horizons plus longs, la qualité des prévisions
météorologiques limite les performances des modéles hydrologiques. Des faiblesses sont constatées dans
I'utilisation du MLP sur un cours d'eau au régime de crue hautement non-linéaire (Altbach-Zurich). Des
modifications de |'algorithme d'apprentissage, en particulier de la fonction de colit, permettent d'améliorer la
modélisation des crues intenses sans toutefois surpasser significativement les performances du modéle physique.
Enfin, les modéles hybrides donnent également de bons résultats sur des cours d'eau ayant un temps de
concentration plus important (Leysse-Chambéry et Emosson Collecteur-Est).

Abstract

Keywords: Flash floods, Radar nowcasting, Hydrological forecasting, Rainfall-runoff models, Machine learning,

Artificial neural networks.

Flash flood is a particularly dangerous natural hazard, responsible of numerous deaths and infrastructure damages.
Forecasting such events is a challenge because it is the result of violent local storms highly difficult to precisely
predict. In addition, their occurrence is likely to increase because of climate change and urbanization.

This master thesis aims at improving short lead-time hydrological forecasting in watersheds prone to flash
flooding. For this purpose, machine learning hydrological models (Multi-layer perceptron — MLP) are developed
and radar-based meteorological forecasts (INCA) are used as input. The classical physical rainfall-runoff model
(Routing System) is compared to a MLP model and a hybrid approach that combines physical model and machine
learning.

The hybrid method gives the best results for the 30 min lead-time forecast in the urban watershed of Lausanne,
for all performance indicators. At longer lead-times, the quality of the meteorological forecasts limits the
performances of the hydrological models. Weaknesses are highlighted in the use of MLP for a river with highly
non-linear behavior (Zurich-Altbach). Improvements are obtained by modification of the learning algorithm, in
particular the loss function, without however significantly exceeding the performances of the physical model.
Finally, hybrid models give also good results for rivers with a longer concentration time (Leysse-Chambéry and
Emosson Collecteur-Est).
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Abréviations

COSMO : COnsortium for Small-scale MOdeling. Modéle numérique de prévisions météorologiques de
MétéoSuisse (4.1.1.2).

FAR : False Alert Ratio. Indicateur de performance de modéles hydrologiques (4.5.3).

INCA : Integrated Nowcasting through Comprehensive Analysis. Modéle de prévisions météorologiques dérivé
d'observations radar de MétéoSuisse (4.1.1).

MAE : Mean Absolute Error. Fonction de codt utilisée en apprentissage automatique (2.3)
MAPE : Mean Absolute Percentage Error. Indicateur de performance de modéles hydrologiques (4.5.1).

MétéoSuisse : Office Fédéral de Météorologie et Climatologie : I'organisme fédéral suisse responsable de la

météorologie a I'échelle nationale.

ML : Machine Learning (2).

MLP : Multi-layer Perceptron. Architecture de réseau de neurones artificiels (2.2).

MSE : Mean Square Error. Fonction de codt utilisée en apprentissage automatique (2.3).

NSE : Nash Sutcliffe model Efficiency coefficient. Indicateur de performance de modéles hydrologiques (4.5.2).
NWP : Numerical Weather Prediction (3.2).

OFEV : Office Fédérale de I'Environnement (3.4).

RNA : Réseau de Neurones Artificiels (2).

RS : Routing System. Modéle pluie-débit développé et utilisé par Hydrique Ingénieurs (4.2).

+t : indique I'horizon de prévision. Un modéle a +t est entrainé pour faire des prévisions pour dans t minutes.



1. Introduction

A I'échelle mondiale, les inondations sont responsables de 15 % des morts causées par les dangers naturels [1].
Cette part devrait probablement augmenter dans les années futures en raison des changements climatiques mais
aussi de la densification des constructions situées en zones inondables. En Suisse, le risque d'inondation est I'aléa
naturel le plus coliteux, représentant 71 % des charges de sinistres payées par les compagnies d'assurance entre
1973 et 2011 [2]. Parmi ceux-ci, les crue éclairs, causées par les orages violents sur des petits bassins versants
sont particulierement redoutables. D'une part, la prévision de la localisation et intensité précises des orages est
difficile. D'autre part, le temps de concentration court sur ce genre de bassins ne laisse que peu de temps de
réaction pour la mise en place de mesures de protection de la population et des infrastructures. Ainsi, ces derniéres
années, en Suisse, plusieurs événements ont marqué les esprits. Le 11 juin 2018, une pluie record de 41 mm en
10 min a provoqué l'inondation du centre-ville de Lausanne [3] [4]. Le 22 juin 2021, le village de Cressier dans le
canton de Neuchitel s'est retrouvé submergé aprés de fortes précipitations (28.3 mm en 20 min). Ces pluies,
bien qu'importantes, n'auraient probablement pas générées de dégats importants en plaine. Elles ont cependant
été canalisées et concentrées par un vallon encaissé et une surface amont imperméable (composée de moraine)
avant de déboucher dans le village. L'événement de Cressier met en avant la complexité du phénoméne qui n'est
pas uniquement la conséquence de fortes précipitations mais également de caractéristiques topographiques,

géologiques et géographiques trés locales.

Figure 1 : A gauche, une rue du village de Cressier (NE) aprés la crue du ruisseau du Ruhaut, le 22.06.2021 (Christophe Dénervaud).
A droite, une place du centre-ville de Lausanne inondée par I'orage du 18.06.2018 (Keystone).



Le projet Radar4Infra a pour but d'améliorer les prévisions d'orages et de débits résultants dans les cours d'eau
afin d’émettre plus rapidement des alertes pour protéger la population et les infrastructures. Un bon systéme de
prévision des crues se compose de trois éléments essentiels que sont : une prévision météorologique fiable, un
modéle hydrologique performant et un systéme d'alarme. Pour la prévision de précipitations & courte
échéance, MétéoSuisse a mis en place un produit dérivé d’observations radar appelé INCA (Integrated Nowcasting
through Comprehensive Analysis). D'une résolution plus fine que les modéles numériques, il capture mieux le
développement trés local et rapide des orages. La tache qui incombe au bureau Hydrique Ingénieurs dans le cadre
du projet Radar4Infra est de développer des modéles hydrologiques qui se servent des prévisions INCA comme

données d'entrée afin d’améliorer la prévision de crues a courtes échéances (jusqu'a 6h). Ce projet de master
s'inscrit dans le cadre de ce mandat.

Ce travail a pour but principal de développer des modéles de prévisions hydrologiques & court terme utilisant
I'apprentissage automatique (Machine Learning - ML) et des prévisions radar et de comparer leurs performances
avec Routing System (RS), le modéle de simulation pluie-débit traditionnellement utilisé par Hydrique Ingénieurs.
En particulier, il cherche a répondre aux questions de recherches suivantes :

o Les prévisions météorologiques INCA permettent-elles d’améliorer les performances des modéles
hydrologiques pour les prévisions a court terme 7

e Les modéles hydrologiques usuels a court terme peuvent-ils &tre battus par I'utilisation de I'apprentissage
automatique seul, c'est-a-dire sans modéle physique 7

o Les modeles hydrologiques usuels & court terme peuvent-ils étre améliorés par une approche hybride,
combinant modéle physique et apprentissage automatique ?

Pour ce faire, des modéles de réseaux de neurones sont développés sur 4 bassins versants de natures différentes
et pour des horizons de prévisions allant de 30 a 360 min. L'objectif premier est de sélectionner, pour chacun des
bassins versants, |'approche qui donne les meilleures prévisions de crue. Le but final est d'étre capable de
caractériser |'intérét de |'apprentissage automatique et des prévisions radar en fonction de la topologie des bassins
versants et ainsi d'émettre des prescriptions sur leurs utilisations.

Le présent rapport se compose de cing chapitres principaux. Tout d'abord, les bases théoriques de |'apprentissage
automatique sont expliquées (2). Puis, une revue de la littérature pertinente pour ce projet est effectuée (3),
suivie de I'énoncé des méthodes utilisées (4). Finalement les résultats sont énoncés (5) et discutés (6).



2. Théorie de I'apprentissage automatique

Au sens biologique, I'apprentissage est I' « Ensemble des processus de mémorisation mis en ceuvre par I'animal
ou I'homme pour élaborer ou modifier les schémes comportementaux spécifiques sous l'influence de son
environnement et de son expérience. » [5]. L'apprentissage automatique (Machine Learning) cherche a reproduire
ces processus a |'échelle d'un ordinateur. Du point de vue d'une machine, I'expérience correspond a I'ensemble
des données qui lui ont été fournies. L'apprentissage consiste lui & changer la structure des algorithmes en fonction
de ces données (= adapter son comportement) afin d'améliorer les performances futures du systéme [6].
L'apprentissage automatique est particuliérement intéressant pour les tches dont la fonction reliant les entrants
et les sortants d'un systéme n'est pas clairement définie mais pour lesquels on dispose d'une large quantité de
données d’entrée et de sortie. Les algorithmes sont entrainés sur les données d'apprentissage pour approximer la
relation entre entrants et sortants et ainsi prédire des sorties sur la base d’entrées futures.

Un réseau de neurone artificiel (RNA) est un algorithme d’apprentissage automatique qui s'inspire du
fonctionnement d'un cerveau. |l se compose d'éléments de base appelés neurones formels (2.1) qui sont
interconnectés pour former un réseau. |l existe diverses architectures, c'est-a-dire maniéres de connecter les
neurones, comme le perceptron multicouche (2.2). Tout modéle se compose d'une fonction de codt (ou de perte)
(2.3). Clest I'élément qui permet de mesurer la qualité du modéle, ou plutét sa capacité a trouver une relation
entre 'entrée et la sortie. Cependant, la fonction de colit ne donne pas d’information sur la direction a suivre
pour améliorer le modéle. Cette tache incombe a I'algorithme d’optimisation (2.4).

2.1. Neurone formel

Le neurone formel (ou artificiel) est une fonction
mathématique congue comme une modélisation (trés
simplifiée) d'un neurone biologique. Il a été formulé pour la
premiére fois par McCullough et Pitts en 1943 [7]. Le
principe est le suivant : le neurone artificiel prend des valeurs

en entrée (¥) auquel il applique des pondérations (W) et y=fG W+b)
ajoute un biais (b). Le tout est ensuite sommé et passe par
une fonction d'activation (f), en général non-linéaire, qui
produit la sortie (y). Le neurone apprend par itération, en Figure 2 : Structure du neurone formel.
modifiant les valeurs des poids afin de minimiser la fonction

de perte.

La fonction d'activation peut prendre plusieurs formes. Une fonction courante, qui est utilisée dans ce projet et
qui a fait ses preuves chez Hydrique est la fonction sigmoide :

ox) =——
) 1+e*

Le neurone formel peut &tre appliqué a une simple tache de classification mais ne suffit pas pour répondre a des
problémes plus complexes. Minsky et Papert [8] ont notamment montré qu'il n'est pas capable de résoudre la
fonction XOR (ou exclusif). La solution apportée est de faire communiquer les neurones entre eux pour former
un réseau, a l'image des neurones biologiques qui communiquent via les synapses [9].



2.2. Perceptron multicouche

Le perceptron multicouche (Multi-layer Perceptron MLP) est une architecture de réseau de neurones artificiels
communément utilisée. Les neurones y sont organisés en couches : chaque couche se compose de neurones en
paralléle qui traitent les entrées et générent un vecteur de sortie de taille égale au nombre de neurones. Les
neurones d'une méme couche ne sont pas reliés entre eux. Le vecteur de sortie est ensuite utilisé comme entrée
de la couche de neurones suivante et ainsi de suite. Les
couches centrales sont appelées couches cachées (hidden

layer). Lorsque le flux d'information se dirige de I'entrée
vers la sortie, on parle de réseaux a propagation avant
(feed-forward artificial network). Au contraire, si le
modéle recoit comme variable d’entrée, une sortie qu'il a
lui-méme générée (par exemple |'estimation du débit au
pas de temps précédent), on parle de modéle récurrent
(recurrent neural network). Le MLP & propagation avant

avec une seule couche et un nombre fini de neurones
cachés satisfait la propriété d'approximation universelle,

c'est-a-dire qu'il permet d’approximer toute fonction Figure 3 : lllustration d'un MLP a propagation avant avec

4 entrées (bleu), une couche de 5 neurones cachés

avec la précision souhaitée [10]. (orange), et 1 sortie (vert).

2.3. Fonction de coit

La fonction de coiit mesure I'écart entre le modéle (Q) et la fonction cible (Q). Elle peut prendre diverses formes
mais les plus couramment utilisées sont le Mean Absolute Error (MAE) et le Mean Square Error (MSE).

MSE = €(Q,Q) = ~Zio(@i—Q)*  MAE =¢(Q,Q) = =TI, |Qi - Qi)

Le MSE, a cause du terme au carré, est plus sensible aux larges erreurs que le MAE.

2.4. Descente et retro-propagation du gradient

Durant la phase d'apprentissage, le modéle itére la valeur des poids afin de minimiser la fonction de coiit (C). La
direction a suivre est donnée par I'algorithme d'optimisation, en particulier la descente du gradient. Au départ,
les paramétres (0) sont initialisés de maniére aléatoire (2.5). On calcule ensuite le gradient (dérivée partielle) de
la fonction de codt selon chaque paramétre que I'on multiplie par un facteur appelé taux d'apprentissage (learning
rate a). Finalement cette quantité est soustraite a la valeur du paramétre au pas de temps précédent.

0 0 ac
= - —

k+1 k 89

On obtient ainsi la nouvelle valeur de notre paramétre. Chaque parameétre est par conséquent modifié de maniére

proportionnelle a 'erreur qu'il induit. On procéde ainsi par itération jusqu'a convergence.

Une difficulté apparait dans |'apprentissage avec les architectures de type MLP car il faut pouvoir calculer le
gradient de la fonction de perte par rapport aux paramétres pour toutes les couches. Or, il est impossible, & priori
de connaitre l'influence sur I'erreur d’un paramétre situé dans une couche autre que I'avant-derniére. Pour ce
faire, Rumelhart, Hinton et Williams [11] ont introduit la notion de rétro-propagation du gradient (back-
propagation). Le principe consiste a calculer le gradient des paramétres de I'avant-derniére couche, puis de le
propager vers la couche précédente et ainsi de suite.
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2.5. Initialisation des poids et biais

L'initialisation des poids et biais, c'est-a-dire la valeur initiale qui leur est attribuée est un élément important car
il peut résulter en une convergence du modéle vers des optima variables (minima locaux). Il a été observé que
I'initialisation de tous les poids a zéro n'est pas optimale car le modéle a tendance a supposer une valeur identique
de tous les poids lors de la phase d’entrainement [12]. Une solution simple consiste a leur attribuer des valeurs
aléatoires. La conséquence est qu'un méme réseau de neurones, entrainé sur des données identiques, produira des
résultats différents a chaque exécution.

Afin de contréler I'initialisation, le concept de graine aléatoire (random seed) est utilisé. Concrétement, c'est un
nombre qui est utilisé comme valeur initiale d'un générateur de nombres pseudo-aléatoires. Ainsi, si I'on donne
la méme graine aléatoire au générateur, il fournira la méme série de valeurs (qui sont dés lors pseudo-aléatoires).
Cela permet de s'assurer de la reproductibilité des résultats : un méme modéle entrainé avec des données
identiques donnera le méme résultat & chaque exécution [13].

Dans ce projet, la valeur de la graine aléatoire est fixée a zéro afin de rendre les résultats reproductibles.
Cependant, une analyse de sensibilité a été réalisée pour montrer la variabilité des résultats qui peut étre obtenus
du seul fait du choix de la graine aléatoire (voir 5.1.2).

2.6. Dilemme biais-variance

L'erreur de prédiction d'un modéle d'apprentissage automatique peut étre divisée en trois parties [14] :

e Le biais résulte des hypothéses de simplification faites par le modéle pour faciliter |'apprentissage de la
fonction cible. Un modéle trop simple risque d’'étre fortement biaisé. Il n'est pas suffisamment complexe
pour expliquer la variabilité des données.

e La variance est une erreur sensible aux petites fluctuations dans le jeu d'apprentissage. Un modéle
surentrainé risque d'avoir une variance importante, c'est-a-dire qu'il s'ajuste a des détails (du bruit)
présents dans les données d'apprentissage qui ne sont pas représentatifs de la fonction cible.

e L’erreur irréductible est la part de |'erreur qui ne peut pas étre réduite. Elle est interne au probléme et
a la qualité des données d'entrées.

Le défi de tout algorithme d'apprentissage automatique est d'avoir un biais et une variance faibles. Cependant,
la difficulté réside dans le fait que lorsque la complexité du modéle augmente, le biais diminue mais la variance
augmente et inversement. |l s’agit par conséquent de trouver un bon équilibre entre un modéle sous-entrainé qui
sera biaisé et un modéle surentrainé qui ne pourra étre généralisé a des données autres que celles de |'échantillon
d’apprentissage (Figure 4).

Values . Values -~ Values
. Q
L . LA | .
.o ® = i ‘ .
.. . .
. .;_:.
. » % ’ o o_’: .
* * o 0 . S8 . o o o
® e, e S " |
Time Time
Sous-apprentissage Bon modele Sur-apprentissage
(biais élevé) (biais-variance faibles) (variance élevée)

Figure 4 : lllustration du dilemme biais-variance (adapté de : Anup Bhande [14]).
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2.7. Méthodes de régularisation

La premiére pratique impérative pour éviter le sur-apprentissage est de ne pas évaluer (valider) les performances
du modéle sur les mémes données que celles qui lui ont servi d'entrainement. Ainsi, si un modéle s'est sur-ajusté
aux données d’entrainement, il aura normalement de faibles performances sur les données de validation.

2.7.1. Arrét précoce \

Au cours de l'entrainement d'un modéle, on constate une N—

Validation Error
diminution de I'erreur de I'échantillon d’entrainement au fil des
itérations (le modéle apprend en adaptant ses poids). En

calculant en paralléle I'erreur de validation, il est souvent

Error

Increasing Variance
—

Increasing Bias
e

constaté que celle-ci diminue dans un premier temps puis croit,
indiquant un sur-apprentissage (Figure 5).

L'arrét précoce consiste a arréter le processus d'apprentissage

:
1

lorsque I'on constate une dégradation de I'erreur de validation
Epochs =——>

et par conséquent avant de surentrainer le modéle [15].
Figure 5 : Evolution des erreurs d'entrainement et

2.7.2. Validation croisée de validation (source : Rahul Jain [15]).

Deux problémes subsistent lorsque I'on sépare le jeu de données en échantillon d'apprentissage et de validation :
moins d'information est disponible pour |'apprentissage et il est difficile de garantir que |'ensemble de validation
soit représentatif des données futures a prédire. La

Jeu de données

validation croisée permet d'éviter ces problémes. Elle

Expérience 1 Entrainement | Entrafnement | Entrainement | Entrainement
consiste a séparer le jeu de données en plusieurs blocs .
xpérience

(folds) de méme longueur, puis d'en sélectionner un

. . . Expérience 3
pour la validation et les autres pour I'entrainement
Expérience 4

(expérience 1). On répéte ensuite la démarche en

Expérience 5

utilisant un autre bloc pour la validation (expérience

2), etc. jusqu'a ce que chaque bloc ait servi de bloc 1 bloc 2 bloc 3 bloc 4 blocs

validation (Figure 6) [16] [17]. Figure 6 : Validation croisée — k-folds (adapté de Alexis Cook [16]).
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3. Revue de littérature

3.1. Crues éclair

Les crues éclair sont caractérisées par une montée trés rapide des eaux (quelques heures), en général aprés un
orage, sur un petit bassin versant (quelques kilométres carrés), souvent pentu [18]. La susceptibilité d'un bassin
versant a subir des crues éclair dépend de divers paramétres énumérés par Collier et Fox [19] :

i La probabilité que la zone de fortes pluies devienne stationnaire et durable.
ii. La disponibilité d'eau précipitable dans la basse atmosphére.
iii. La probabilité que la cellule orageuse principale se déplace parallélement au cours d'eau principal. Ce
phénomeéne résulte en une pointe de crue plus importante car I'eau provenant de divers points du bassin
versant se concentre dans un temps plus restreint a |'exutoire.

iv. La pente du bassin versant, plus un bassin versant est pentu plus le temps de concentration est réduit.
V. L'humidité du sol et son degré d'imperméabilisation.

vi. La probabilité que des débris (p.ex. de la végétation) entravent I'écoulement dans le cours d'eau principal

vii. La fonte de neige.

A cause de leur apparition soudaine, les crues éclair ne laissent que trés peu de temps pour la gestion du risque,
la prise de décision et la communication, ce qui en fait le type d'inondation le plus pernicieux [20]. De plus, le
risque est accru par les changements climatiques [21] et |'urbanisation [22]. Ce dernier point a un effet double
puisqu'il résulte en une imperméabilisation du sol et donc en une diminution du temps de concentration ainsi
qu'en une augmentation de la population exposée aux inondations. Un bon systéme de prévision et d'alerte semble
deés lors indispensable pour réduire les risques et les dommages causés par les crues éclair. Celui-ci se compose de
trois élements essentiels : (i) une bonne prévision météorologique avec un délai suffisant, (ii) un bon modéle de
transformation pluie-débit et (iii) un systéme d'alarme efficace. Les sections 3.2, 3.3 et 3.4 ont pour but de
décrire les évolutions et I'état de la technique dans ces trois domaines.

Figure 7 : Les débris, par exemple le bois, peuvent entraver I'écoulement de I'eau et étre un facteur aggravant
des crues [19], comme ici sur 'Emme en juin 2022 (source : Twitter sclangnoufan).
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3.2. Prévision météorologique : Radar Nowcasting

La prévision immédiate (nowcasting) est définie comme une prévision a trés court terme, dans un horizon de 6
heures [23]. A ces horizons, les prévisions de précipitations dépendent fortement de schémas convectifs de petite
taille qui ne sont pas capturés par la résolution des modéles météorologiques numériques (Numerical Weather
Prediction NWP). Pour améliorer ces prévisions, I'idée émergea d'utiliser I'observation de la météo actuelle,
captée par des radars ou des satellites, puis de I'extrapoler. Avec cette facon de procéder, I'avantage principal
est qu'on obtient une prévision qui a une résolution spatiale identique aux observations [24]. Les méthodes
traditionnelles d’extrapolation se basent sur le principe de persistance lagrangienne de |'état atmosphérique, selon
lequel I'état de chaque parcelle d’air reste constant et tout changement est di au mouvement des masses d'air.
Le probléme peut, par conséquent, &tre formulé 3 I'aide d'équations d'advection et de conservation de masse
[25]. Ces modéles d'advection comportent cependant deux sources d’erreur majeures : ils négligent tant I'évolution
du champ d'advection que celle des cellules convectives [26]. Deux approches ont été développées pour prendre
en compte ces incertitudes. La premiére consiste a3 modéliser I'incertitude de maniére probabiliste [25], alors que
la seconde cherche a modéliser les processus négligés. Notamment, I'usage de réseaux de neurones s'est montré
performant pour modéliser les motifs de développement et de déclin des précipitations. lls permettent, a I'aide
d'un jeu de donnée historique d'images radar, de reproduire les schémas climatologiques d'une région donnée, en
particulier en lien avec I'orographie [27] (Figure 8).

ANN predictions of MAP growth and decay ANN predictions of MAP growth and decay
225°SW flows, HZT 1500 m 315°NW flows, HZT 1500 m

Flow speed = 30 km h™7 .8 } Flow speed = 30 km h™*

310 km
310 km

-0.4
-0.8
-1.2
-1.6
-2.0

440 km ‘ 440 km

Figure 8 : Exemple de prédiction de croissance et de déclin des précipitations générées par apprentissage automatique.
Altitude de 1500m, flux fixe & 30 km/h, direction SO (gauche) et NO (droite) [27].
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L'extrapolation des mesures radar tend a donner de meilleures
prévisions que les modéles numériques (NWP) pour des
horizons de temps inférieurs a 2h [28], puis, sur des horizons
plus longs, des phénoménes de plus grande échelle gagnent
en importance, rendant les NWP plus intéressants. La
pratique couramment utilisée en nowcasting consiste a
combiner extrapolation et NWP, en donnant un poids
grandissant au NWP & mesure que |'horizon de prévision
augmente [29].

Les défis principaux de la prévision radar réside dans (i) les
phénoménes d’échos parasites du sol et (ii) les écrans causées
par les montagnes [30]. Ce dernier point est particuliérement
important en Suisse, ol les chaines de montagnes bloquent
les faisceaux radar, rendant certaines vallées alpines invisibles
(Figure 9). Il est la cause principale des incertitudes sur les
estimations quantitatives de pluie.

Bien que les produits radar aient |'avantage d'avoir une
résolution spatiale trés fine, les estimations de précipitations
qu'ils fournissent sont en général moins précises que celles
des stations de mesure. Une pratique couramment utilisée
pour dé-biaiser les estimations radar consiste a y intégrer les

visible

Height asl [km]

0 20 40 60 80 100
Territory [%)]
Figure 9 : Fraction du territoire visible par les
radars de météo suisse selon ['altitude et le nombre
de radar considéré (source : Germann et al. [30]).

mesures aux stations [31]. Cela permet de combiner la grande résolution spatiale du radar avec la plus grande

précision quantitative des mesures aux stations. Diverses méthodes ont été développées pour combiner ces deux

sources de données, les plus courantes faisant appel a des outils de géostatistiques, en particulier le krigeage.
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3.3. Modélisation pluie-débit
3.3.1. Modéles physiques

De par les nombreux processus physiques qui se déroulent dans un bassin versant (interception, infiltration,
évapotranspiration, ruissellement,...), la modélisation précipitation-débit est un probléme extrémement complexe
et non-linéaire qui a donné lieu & une multitude de modéles hydrologiques [32]. L'approche classique se base sur
des modéles physiques jaugés, c'est-a-dire des équations paramétrées basées sur des lois physiques simplifiées que
I'on calibre pour le bassin versant d'intérét [33]. De tels modéles ont I'avantage d'utiliser des paramétres ayant
une existence physique et par conséquent facilement interprétables [34]. A contrario, ils sont souvent complexes
et nécessitent un nombre importants de paramétres, tout comme une étape de calibration [33]. Bien que les
modéles physiques soient de nos jours bien établis, des limites sont constatés dans la prédiction a court-terme
[35], comme lors des inondations dans le Queensland en Australie en 2011 [36], ainsi que dans la réponse des
modéles a une hausse des précipitations et des températures liées aux changements climatiques. En effet, il est
observé que lorsque les conditions climatiques différent de celles sur lequel le modéle est calibré, ses performances
sont dégradées [37].

3.3.2. Modéles empiriques : réseaux de neurones artificiels

Les modéles hydrologiques empiriques utilisent des relations statistiques non-linéaires entre les intrants (la
précipitation, la température,...) et les sortants du systéme (débit). lls ne se basent pas sur des équations
physiques mais cherchent a approximer la fonction qui relie les entrées et les sorties. C'est & cette catégorie
qu'appartiennent les réseaux de neurones artificiels (RNA) [33]. L'idée d'introduire des RNA dans la modélisation
pluie-débit remonte au début des années 1990 [38] et est motivée par le fait qu'ils permettraient de représenter
la relation complexe et non-linéaire entre les variables de forcage et le débit (théoréme d'approximation universel).
Les premiéres applications ont rapidement suivi dans les années 1990, que ce soit pour des prévisions de
précipitations [39], puis pour la prédiction de débits [40] [41]. Ces premiers modéles utilisaient des structures de
type MLP avec une unique couche de neurones cachés. Minns et Hall [42] ont montré que I'ajout d'une seconde
couche de neurones cachés permettait une amélioration de performance mais que celle-ci était faible en
comparaison de l'effort de calcul supplémentaire. Il a rapidement été constaté que la seule mesure de
précipitations comme variable d'entrée ne permettait pas d'obtenir de bonnes prédictions a des horizons de temps
long et que des prévisions de précipitations devaient étre fournies aux modéles [43]. Smith et Eli [44] ont proposé
I'utilisation d'images radar ou satellite pour prédire les précipitations futures et capturer la variabilité spatiale des
événements pluvieux. De leur coté, Anctil et Tape [45] ont décomposé les séries temporelles d'entrées en trois
sous-séries décrivant les processus pluie-débit de longue, moyenne et courte durée, puis ont entrainé un réseau
MLP pour chacune de ces séries. Il a ainsi été mis en avant que ce sont les fluctuations courtes qui sont la clef
pour améliorer la performance de la modélisation.

L'utilisation de modéles de réseaux de neurones récurrents pour la transformation pluie-débit est également bien
établie [46], en particulier les réseaux LSTM (Long-short term memory). lls sont notamment intéressants lorsqu'il
est nécessaire que le systéme apprenne des dépendances sur le long terme entre les variables d'entrée et de sortie,
par exemple pour les bassins versants sous influence de neige [47]. Toutefois, en hydrologie, les modeéles récurrents
ne semblent de maniére générale pas étre plus performants que des réseaux a propagation avant [48]. Plus
récemment, le potentiel des auto-encodeurs pour la modélisation pluie-débit a été mis en avant. Xiang et al. [49]
ont proposé une architecture composée d'un encodeur et d'un décodeur, tous deux utilisant un réseau LSTM.
Cette structure permet d'avoir un pas de temps différent entre les données d’entrée (précipitations) et les débits
en sortie. Les auteurs affirment avoir ainsi obtenu de meilleures performances qu’avec un LSTM simple.
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Les avantages principaux des modéles de réseaux neuronaux sont qu'ils permettent de capturer des
comportements non-linéaires sans nécessiter d'hypothése particuliére sur la relation entre les intrants et les
sortants du systéme. De plus, ils ne requiérent qu'une faible connaissance du bassin versant et de sa dynamique
pour autant que les données d’entrainement soient suffisantes [50]. Toutefois, il est important d'étre attentif aux
faiblesses de la méthode. Les réseaux neuronaux fonctionnent comme des boftes noires, et, a ce titre, ne décrivent
pas les processus physiques sous-jacents dans le bassin versant [51]. Des auteurs [52] ont bien essayé d'identifier
ces processus physiques dans un réseau de neurones entrainé mais cette relation reste plus difficile & appréhender
que dans le cas d'un modéle physique. De plus, les modéles RNA sont confrontés a la problématique du sur-
ajustement. Une augmentation du nombre de paramétres (neurones) améliorera les indicateurs mais risque de
s'ajuster a du bruit (augmenter la variance) qui n'est pas représentatif du fonctionnement réel du bassin versant
[53]. Ceci est d'autant plus important que les données hydrologiques tendent a étre particuliérement bruitées, de
I'ordre de 5 a 15 % [54]. Gaume et Gosset [53] se sont interrogés sur le probléme des réseaux de neurones a
distinguer entre bruit et variance dans le cas de
modéles hydrologiques. La problématique semble Evéaement n°13 - k+2
étre accentuée dans le cas de [I'analyse
d’événements extrémes. Toukourou [55] a travaillé 600 |
sur différentes méthodes de régularisation ayant
pour but d'éviter le sur-apprentissage et permettre
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une meilleure généralisation du modeéle (c'est-a-dire
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que le modéle soit bon sur les données
d’apprentissage mais aussi en dehors). Il a ainsi pu
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Débit (m3.s71)

événements de forte intensité, couplée a un arrét 200 | —— Débit observé
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prédites en retard [48] [56]. Cet effet est causé par Temps (h)
la tendance de ce genre de modele a conserver la  Figure 10 : Illustration de I'effet de persistance des pointes de

derniére valeur mesurée (effet de persistance,  crue constaté par Artigue [48].
Figure 10).

temporellement les pointes de crues : celles-ci étant

De maniére plus spécifique, le potentiel des réseaux de neurones artificiels pour les prédictions de crues éclair a
également été mis en avant dés le début des années 2000. A Hawai, Sahoo et al. [57] ont utilisé un MLP pour
prédire des événements sur de trés petits bassins versants (2 & 15 km?) et ont obtenu de bons résultats.
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3.3.3. Modéles hybrides physiques-empiriques

Certains auteurs ont introduit des premiéres estimations de débit, calculées avec des modéles physiques, comme
variable d’entrée de réseaux de neurones artificiels. Cette démarche hybride, qui cumule [|'utilisation de modéles
physiques et empiriques, relégue |'apprentissage automatique au réle de post-traitement. |l sert a dé-biaiser les
estimations du modéle physique. Rajurkar et al. [58] ont, par exemple, fourni en entrée d'un MLP le débit estimé
3 l'aide d'un modéle linéaire trés simple. L'utilisation de |'apprentissage automatique a permis d'améliorer
sensiblement les estimations de débit par rapport au modéle linéaire seul. De la méme maniére, Tian et al. [59]
ont combiné un modéle GRJ4! et quatre réseaux de neurones récurrents différents. Les modéles hybrides ainsi
crées ont permis de diminuer |'erreur d'estimation du débit et de réduire les intervalles d'incertitude de plus de
50 % en comparaison du modéle GRJ4 seul (Figure 11).
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4000
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o
o
o
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S o + € 4000
E 4000 E.
-6000 % i -6000 %
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-10000 : - ‘
0 5000 10000150002000025000 0 5000 10000150002000025000
Observation (m3/s) Observation (m3/s)

Figure 11 : Comparaison de l'erreur du modéle GRJ4 et de deux modéles hybrides (GL et GN) sur le Xiangjiang. Les
modéles hybrides ont une erreur moyenne moins importante que le modéle GRJ4 quel que soit débit (Tian et al. [59]).

Les deux études citées précédemment [58] [59] ne comparent pas des modéles de neurones artificiels seuls et des
modéles hybrides. lls ne permettent par conséquent pas de savoir si les modéles hybrides offrent réellement une
plus-value en comparaison des modéles de RNA. Une étude plus compléte a été effectuée dans les Andes [60].
On y compare les performances de deux modéles physiques (WEAP et GR2M) a celles d'un modéle RNA et d'un
modéle hybride. Le modéle hybride s'avére étre significativement meilleur que tous les autres modéles pour
I'ensemble d'une liste indicateur (NSE, PBIAS, RMSE) et pour les deux riviéres a I'étude. Mentionnons toutefois
que cette étude cherche a quantifier les ressources en eau a long terme d'une région, objectif qui s'éloigne du
propos de ce travail. Il n’en reste pas moins que les modéles hybrides semblent offrir de bonnes perspectives pour
I'amélioration des modéles hydrologiques.

1 https://webgr.inrae.fr/en/models /daily-hydrological-model-gr4j/description-of-the-gr4j-model /
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3.3.4. Complexité des modéles et des données

La performance d'un modéle hydrologique dépend essentiellement de deux paramétres : les données d'entrée et
la complexité du modéle. Grayson et Bloschl [61] illustrent la relation entre ces trois variables pour des modéles
physiques (Figure 12). Le terme Model Complexity (complexité du modéle) référe au niveau de détail accordé a
la représentation des processus physiques : un modéle complexe prendra en compte plus de processus et
contiendra plus de paramétres. Le terme Data

Availability (disponibilité des données) regroupe gg

de son coté la quantité et la qualité des données. €8

La performance d'un modéle n'est pas une g o gl

fonction linéaire de ces deux paramétres. Pour o \\ NN

une certaine disponibilité de données, il existe %2 % Identifiability
une certaine complexité de modéle optimale. B g \k \f‘:/pmblems
Au-dessus de cet optimal, le modéle devient a2

trop complexe (il contient trop de paramétres) (|a,ge)' 52
pour les données disponibles et la performance Data . /"/m’rg?
chute. Inversement, pour un certain niveau de \ ‘del ComP“"Xity (

Mo

complexité, la performance croit avec la R (S"lau) (sﬁ\all)
disponibilité des données puis atteint un

plateau : I'information supplémentaire contenue Figure 12 : Schéma de la relation entre la complexité d'un modéle, la
dans les données n'est pas utilisable par le disponibilité des données et la performance (Grayson et Bléschl [61]).

modéle trop simple.

3.4. Systémes d'alarmes

De maniére trés théorique, un systéme d'alarme transforme une prédiction en information qui engendre une série
d’actions. Son but fondamental est de permettre a la société de répondre a un danger, dans ce cas d'inondation,
afin de réduire le risque humain et matériel qui en résulte. L'exigence minimale que I'on attend d'une alarme est
qu'elle survienne suffisamment t6t pour permettre de prendre des mesures adéquates et proportionnés [1].
Différents systémes d'alarmes sont mis en place a travers le monde avec une complexité et un codt variable. Dans
son Manual on flood forecasting and warning, |'organisation mondiale de météorologie en liste quatre [62] :

i. L'alerte de franchissement de seuil est le systéme le plus simple. Lorsque le débit observé dépasse certains
seuils prédéfinis, une alerte est émise. Ce systéme est adapté a des cours d'eau avec un temps de réponse
et une montée de crue lents, de telle maniére que des mesures puissent &tre prises entre le franchissement
du seuil et I'inondation. Il n'est par conséquent pas adéquat dans le cas des crues éclairs.

ii. Les systémes de prévisions de crues se basent sur |'utilisation de modéles plus ou moins sophistiqués de
prédiction hydrologiques. lls sont plus adaptés a des cours d’eau réactifs ot I'on ne peut pas se permettre
d'attendre le début de la vague de crue avant de prendre des mesures.

iii. Les cartes de vigilance consistent a présenter |'information de plusieurs systémes de prévisions (ii) de
maniére spatialisée. Cela permet d’apprécier les risques de crues a I'échelle d'un territoire.

iv. Les prévisions d'inondations consistent 3 combiner le modéle hydrologique avec un modéle numérique
de terrain pour établir une carte de la zone potentiellement inondée. Il s’applique a des cas trés spécifiques
ou |'enjeu de protection est particuliérement important.

La sélection des seuils d'alerte est une étape primordiale pour prendre des mesures adéquates de protection sans
toutefois émettre un nombre trop important de fausses alertes. Les seuils peuvent &tre basés sur le niveau d'eau
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(débit), ou sur le taux d'accroissement du débit mais ils sont aussi parfois définis sur des données météorologiques
comme la quantité ou l'intensité de pluie.

En Suisse, I'art. 24 al.1 de I'Ordonnance sur la protection de la population (OProP) [63] préconise de classer les
dangers naturels sur une échelle a 5 niveaux. Dans le cas des crues, ceux-ci sont définis par I'Office fédéral de
I'environnement (OFEV) de la maniére suivante [64] :

i Aucun ou faible danger : débit correspondant a un temps de retour inférieur a 2 ans.
ii. Danger limité : débit correspondant a un temps de retour de 2 a 10 ans.
iii. Danger marqué : débit correspondant a un temps de retour de 10 a 30 ans.
iv. Fort danger : débit correspondant & un temps de retour de 30 & 100 ans.
V. Trés fort danger : débit correspondant a un temps de retour supérieur a 100 ans.

L’OFEV met a disposition des cartes de vigilance de crues consultables en ligne. Les alertes de niveau 4 et 5 font
I'objet d'une diffusion sur les chaines de radio et de télévision.

Abfluss
inm/s
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Vorhersagebeginn Wahrscheinlichkeitsbereich Mittelwert Messwert

3 5: > 560 m’/s
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400

300
12.7.2021 13.7.2021 14.7.2021 15.7.2021 16.7.2021 17.7.2021
I keine oder geringe Gefahr I erhebliche Gefahr I sehr grosse Gefahr
massige Gefahr I orosse Gefahr

Figure 13 : Apercu du systéme d'alerte de I'OFEV sur I'Aar & Berne. On distingue les 5 niveaux d'alertes définies par
I'OproP. La courbe blanche correspond a I'ensemble de prévisions, la courbe noire représente la mesure (source OFEV).
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3.5. Etudes similaires

Dans cette section, deux articles sont présentés plus en détail car ils présentent de fortes similarités avec ce projet

et sont par conséquent particuliérement intéressants.

Modeling a densely urbanized watershed with an artificial neural network, weather radar and telemetric
data: Augusto José Pereira Filho and Claudia Cristina dos Santos [65]

Dans cette étude, les auteurs cherchent 3 mettre en place un modéle de réseau de neurones afin de modéliser les

crues éclair d'une riviére située dans un bassin versant trés urbanisé aux alentours de Sao Paulo. Les données

d'entrée consistent en une estimation de
précipitations obtenue par radar a des résolutions
de 10 min et 2 km et en des mesures de niveau
d'eau prises toutes les 10 min. Ces derniéres sont
ensuite converties en débit & I'aide d'une courbe
de tarage. Contrairement a ce qui est fait dans la
plupart de cas [31], les estimations radar ne sont
pas dé-biaisée par des pluviométres car ceux-ci
sont rares et peu fiables dans le bassin versant.
L’apprentissage est effectué sur des événements de
crue. L'erreur des modéles est évaluée avec le MSE
(Mean Squared Error) et la distinction est faite

0.008

0.006 <

0.004 -

Error

amplitude
0.002 +

0

T T

0 05 10 15 20 25 3.0
Lead Time(hour)

Figure 14 : Erreur de phase et d'amplitude sur les débits prédits

entre erreur sur I'amplitude et sur la phase.

en fonction de I'horizon (source : Filho et dos Santos [65]).

L'étude a permis de mettre en avant les points suivants :

Un modéle qui recoit les derniéres mesures de débit en plus des estimations de précipitations voit ses
performances améliorées de plus de 40 %.

Le modéle n'utilisant que les estimations radar, sans mesure de débit, tend a sous-estimer les pointes de
crues.

Le modéle de réseau de neurones obtient de meilleures performances qu'un modéle stochastique
autorégressif.

L'erreur de phase (pointes de crue décalées) est globalement deux fois plus importante que I'erreur
d’amplitude (Figure 14). Ce point coincide avec I'effet de persistance constaté par Artigue [48] (Figure
10).

L'élément principal a retenir est que les derniéres mesures du débit sont des variables d’entrée indispensables a

un bon modéle pluie-débit d'apprentissage automatique. Elles permettent en quelque sorte au modéle de

s'initialiser dans la bonne gamme de débit. Toutefois, elles ont également pour effet de faire persister le modéle,

c'est-a-dire qu'il a tendance a conserver les derniéres valeurs observées. Il en résulte un décalage des pointes de

crue et donc une erreur de phase importante.
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Integrating hydrometeorological information for rainfall-runoff modelling by artificial neural networks:
Yen-Ming Chiang and Fi-John Chang* [56]

Dans leur travail, Chiang et Chang développent un modéle de prévision de crues éclair lors de Typhons & Taiwan.
Pour ceci, ils utilisent une combinaison de prévisions radar et de NWP comme données météorologiques et un
réseau de neurones récurrent comme modéle hydrologique. La donnée de prévision de précipitation (Pm) est une
moyenne pondérée de la prévision radar (P;) et de la prévision du modéle numérique (P,). Le poids B attribué
3 la prévision radar est adapté en fonction de I'horizon de prévision et a fait |'objet d'une optimisation. Le
résultat, ainsi que la mesure actuelle du débit sont ensuite fournis en entrée d'un réseau de neurones récurrents
qui posséde des boucles de rétroaction temporelles. Les

performances de ce modéle (RNNm) sont ensuite
comparées a un modeéle de prévision idéal (RNN)) et a
un modéle d'observation (RNNg). RNN; utilise la
mesure de précipitations comme prévision. Il permet de p

ANN '—;(E Q

distinguer  l'erreur  imputable  aux  prévisions

météorologiques de I'erreur due au modéle hydrologique.

RNNg n'utilise que les mesures effectivement
disponibles & t=0 et aucune prévision. Il permet de  Figure 15 : Structure du modéle développé par Chiang et
quantifier la plus-value apportée par les prévisions. Chang [56].

L’apprentissage est effectué sur les événements de crue.
Les conclusions principales sont les suivantes :

i. Le radar est meilleur que le NWP pour un horizon inférieur a 3h.

ii. Le NWP est meilleur que le radar pour un horizon supérieur a 5h.

iii. La précision du radar décroit fortement avec I'horizon de prévision, alors que celle du NWP reste
relativement stable. Le poids attribué au radar décroit par conséquent pour des horizons de prévision
croissants.

iv. Le modéle RNN; obtient de bons résultats pour tous les horizons, indiquant que le réseau de neurones
récurrent est capable de correctement modéliser la relation pluie-débit.

V. le modéle RNNm tend a avoir des pointes de crues décalées, contrairement 3 RNN|. L'effet de persistance
semble donc dii & une dégradation de la précision des prévisions. De plus, le décalage des pointes est
plus important pour le modéle RNNg qui ne recoit pas de prévision de précipitations.

vi. Les pointes de crues sont sous-estimées par tous les modéles au-deld d'un horizon de 4h.

Pour synthétiser, les prévisions issues d'observations radar sont réellement intéressantes pour des horizons
inférieurs a 3h. Le réseau de neurone est adapté a la modélisation pluie-débit et ces performances sont limitées
par la dégradation des prévisions météorologiques. Le décalage des pointes de crue se manifeste lorsque les
prévisions météorologiques se dégradent. |l est probablement causé par un effet de persistance des derniéres
mesures de débit fournies en entrée du réseau de neurones.
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4. Méthodes

4.1.Données

4.1.1. Prévisions INCA

Les prévisions de précipitations utilisées dans ce projet proviennent du systéme de nowcasting de MétéoSuisse
INCA-CH (Integrated Nowcasting through Comprehensive Analysis) qui a spécifiquement été développé pour une
utilisation en terrain alpin et sa topographie complexe [66]. Les prévisions de précipitations fournies par INCA
sont le résultat d’'une combinaison de mesures aux stations, d'estimation radar et de modéle numérique de
prévisions. Sa construction est illustrée a la Figure 18 et décrite aux sections 4.1.1.1 a 4.1.1.3. Les prévisions
INCA a disposition d'Hydrique ont une durée de 6h et sont mises a jour toutes les 10 min sur une grille réguliére
de 1 km couvrant I'ensemble du territoire suisse.

4.1.1.1. CombiPrecip

CombiPrecip est une carte des précipitations (sur une grille de 1 km par 1 km) en temps réel résultant de
I'agrégation d'observations radar et de mesures aux stations. Le but est d'exploiter la précision quantitative des
stations de mesures et la grande résolution spatiale du radar afin de générer un produit qui soit a la fois précis
et dense (voir 3.2). La procédure d'agrégation est décrite par Sideris et al. [67] et consiste en un co-krigeage
avec dérive externe. Le krigeage est un outil d'interpolation spatiale initialement développé pour la prospection
miniére et fréquemment utilisé en

météorologie [68]. Le co-krigeage 21/2/2005

permet d'utiliser [l'information de
plusieurs  sources corrélées pour
I'interpolation (dans notre cas les

stations et le radar). Le modéle utilise
non-seulement les mesures  aux
stations et les estimations radar de la
période d’agrégation mais également
celles de la période précédente. |l
repose sur deux hypothéses

principales : (i) les mesures aux

Swiss Coord x (km)

stations sont représentatives de la
moyenne des précipitations sur une
zone plus large que la mesure
ponctuelle et (i) I'estimation radar
réalisée a une certaine altitude sur un

point de grille refléte la précipitation
effective au sol sur toute la zone

représentée par le point de grille. La

méthode a été validée par validation

Swiss Coord y (km)

croisée. Le produit de base a un pas de Figure 16 : lllustration de ['estimation radar (gauche) et du produit

temps de 1h mais peut étre désagrégeé CombiPrecip (droite) sur I'événement du 21.08.2005 (Sideris et al. [67]).
a 5 min [69].
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4.1.1.2. Modéle COSMO

COSMO (Consortium for Small-scale Modeling) est un consortium regroupant plusieurs services météorologiques
nationaux européens et qui a pour but de développer et entretenir son modéle de prévisions numériques [70]. En
particulier, COSMO1-E et COSMO2-E sont les systémes de prévisions utilisés par MétéoSuisse, centrés sur la
Suisse et couvrant I'ensemble de I'arc alpin. Ce sont des modéles probabilistes, c'est-a-dire qu'a la différence d’un
modéle déterministe, ils ne produisent pas une seule prévision future de I'état de I'atmosphére mais un ensemble
de prévisions. lls permettent ainsi, non-seulement de déduire I'évolution la plus probable de la météo, mais
également d'évaluer la fiabilité de la prévision. Concrétement, les différents ensembles sont générés en perturbant
légérement |'état initial du modele, les conditions aux limites, ou par des perturbations stochastiques du modéle
en lui-méme. COSMO1-E, le modéle utilisé dans INCA-CH est plus adapté aux prévisions a court-terme de par
sa plus haute résolution spatiale (1.1 km). Il se compose de 11 membres d'ensembles, calculés toutes les 3 heures
(0h00, 3h00, ..., 21h00 UTC) et d'une durée de prévisions de 33 heures, sauf pour la prévision de 3h00 UTC qui
dure 45 heures afin de couvrir I'ensemble du jour suivant.

4.1.1.3. NowPrecip

NowPrecip [71] est le modéle de nowcasting de précipitation incorporé dans INCA-CH depuis 2019. Il est le
résultat d'une agrégation de prévisions radar extrapolées et du modéle de prévision numérique COSMO1-E. Le
modeéle part de |'observation radar la plus récente, en 'occurrence, le produit Combiprecip, puis, & mesure que
I'horizon de prévision augmente, évolue vers le modéle de prévision numérique.

L’extrapolation de I'état initial obtenu par CombiPrecip se fait dans un premier temps selon le principe de
persistance lagrangienne. Le champ de mouvement est obtenu a I'aide des six derniéres observations radar
disponibles. Puis, des facteurs de croissance et déclin

des précipitations sont calculés et appliqués aux 21
prévisions. Ces derniers sont calculés localement 3

partir de l'analyse historique des prédictions “
météorologiques numériques (NWP). Cette démarche ’
est particuliérement utile dans la région alpine ou la
croissance et le déclin des précipitations sont souvent

Welght

trés systématiques et liés a la topographie.

Ensuite, les deux modéles (radar et numérique) sont
agrégés, a travers une moyenne pondérée, pour former
le produit NowPrecip. Le défi de cette étape réside o
dans les poids attribués aux deux modéles en fonction

de I'horizon de prévision. Cette attribution de poids se

fait en fonction de la corrélation de Pearson moyenne — . T . T T .
(p) entre les six derniéres observations radar Lead tme (h) ‘
(CombiPrecip) et les prévisions COSMOI-E Figure 17 : Différents schémas d'attribution du poids donnée au
correspondantes. Plus grand est ce coefficient, plus modéle COSMOI-E en fonction de I'horizon de prévision (Sideris
vite le modéle numérique est incorporé dans la et al [71]).

révision. En effet, une valeur élevée indique que le
P R . . C| d Sip = 0.2, wi croit linéairement avec I'horizon de prévision (noir)
modéle numérique donne une bonne prévision (ou du
moins une prévision similaire 3 Combiprecip). Le Sip < 0.2, wi croit plus lentement que linéairement (rouge)
schéma exact d'attribution des poids (wi) a été défini

-~ . . P (wi) . Sip > 0.2, wi croit plus rapidement que linéairement (bleu)

de maniére empirique (Figure 17). W; est le poids

donné a la prévision de COSMO1-E.

24



Mesures stations

Krigeage

Radar (QPE)

Croissance/
déclin

CombiPrecip (QPE) Extrapolation

Radar (QPF)
QPE = Quantitative precipitation estimate

QPF = Quantitative precipitation forecast

Pondération

NowPrecip (QPF)

Figure 18 : Procédure simplifiée de la construction des prévisions INCA INCA (QPF)

4.1.2. Mesures

En plus des prévisions INCA, les modéles développés dans ce projet utilisent des mesures de débit, de précipitation
et de température. Celles-ci proviennent de différentes stations situées a proximité ou a I'intérieur des bassins
versants d'intérét.

4.2. Modéle Physique : Routing System

Parmi les nombreux modéles hydrologiques physiques existants, celui qui est utilisé par le bureau Hydrique
Ingénieurs est Routing System (RS) [72]. Il a été créé par le Laboratoire de constructions hydrauliques (LCH) de
I'EPFL puis développé depuis par Hydrique. RS est un outil de modélisation semi-distribuée. Il se trouve a la

frontiére entre un modéle global qui Tg
fiere . g
représente |'ensemble du bassin versant par E .
" . N 3 Altitudinal interpolation
une SeUIe entité Spatlale et un mOdele i | with constant altitudinal gradients gradp, grady and search radius R |
distribué qui découpe le bassin versant en = PT PET P T
une grille réguliére. Le bassin versant y est [J wititiit || v T ——
divisé en entités hydrologiques homogenes 5| R » - N
s ) 3 liq snow | lig
(notamment en bandes d'altitude pour |3 H
=14 . . .2 -y
considérer la fonte des neiges et des glaciers). |z Y ¥
. ) . 5 = Maoe <
Le modéle prend en entrée des variables F Water content [+ 3
. L. . . £ B melt/ | g
météorologique (preC|p|tat|on, temperature, |t freeze S
. . .o . i P, &
évapotranspiration,...), utilise des variables =
d’état interne (saturation du sol, hauteur de |
. - S e Qicetlow @-1)
neige,...) et sort une série temporelle de - 5 *
AL ol . rese o it
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s
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. . 3 S, Surface 3
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. . N . 3 [0 — Oicemett| | Qicetiow | S
CONTribution model) et intégre aussi un ®
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observations passées en ajustant une série de ) " )
Figure 19 : Apercu des processus modélisés et du fonctionnement de

parametres. RS (document interne Hydrique Ingénieurs).
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4.2.1. Prévisions opérationnelles

La procédure compléte permettant d’'effectuer une prévision
de débit est décrite ci-dessous et illustrés par la Figure 21.
Premiére étape, la simulation cherche a représenter le
fonctionnement du systéme sans anticipation. Son role est
de servir d'initialisation & la prévision. Tout d'abord, une
simulation de contrdle est effectuée (ou simulation continue,
en beige). Cette derniére utilise des observations
(précipitations, températures,...) comme entrée du modéle
préalablement calé. En mode opérationnel, en revanche,
cette méthode est considérée comme étant inefficace par
I'organisation mondiale de météorologie [1] qui conseille
d’effectuer une mise a jour (simulation update, en rose).
Pour ce faire, les conditions initiales du modéle sont ajustées
a chaque fois qu'une nouvelle mesure de débit est disponible,
afin de reproduire la balance de volume observée pendant
une période de simulation prédéfinie (typiquement 24h).
L'intérét de la mise a jour est illustré par la Figure 20. La
simulation mise a jour constitue le point de départ de la

Mesure

65t Simulation update

Débit (m*/s]

L

12:00 18:00 0:00 6:00 12:00 18:00 0:00

Figure 20 : lllustration de la mise a jour de la
simulation et de son intérét sur un événement de
crue de I'Altbach a Zurich.

prévision non-filtrée (en bleu). Cette derniére est effectuée a I'aide de prévisions météorologiques, dans notre cas
INCA. Finalement, la prévision est parfois filtrée. Le filtrage (en noir) est une méthode de post-traitement qui
fait un raccordement entre le débit mesuré (valeur initiale de la prévision) et la valeur simulée afin d'éviter un

saut. Il s'effectue sur une période de lissage au bout de laquelle il se raccorde a la prévision.

, Durée mise a jour
e

Débit (m?s)

i Mise a jour des |
i conditions
i initiales

Observation

Simulation continue

Prévision de débit

Présent

Temps

Figure 21 : lllustration des différentes étapes nécessaires a la prévision de débit, filtrée (noir)
ou non (bleu) (document interne Hydrique Ingénieurs).
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4.2.2. Filtre SplinesForFlood

SplinesForFlood est un filtre développé par Hydrique Ingénieurs et spécifiquement utilisé pour anticiper le

développement d’'événements de crue. Le filtre fonctionne de la maniére suivante :

La prévision est raccordée a la derniére mesure disponible

Sur la base des derniéres mesures, le développement de la crue est extrapolé par une fonction cubique

(spline)

La prévision filtrée est raccordé a la prévision non-filtrée au terme d'une période de filtrage prédéfinie.

Débit [m3/s]

Mesure
Prévision non-filtrée
Prévision filtrée

Raccordement a la mesure

Raccordement a la prévisior

4:00 6:00 8:00 10:00

Figure 22 : lllustration du fonctionnement du filtre SplinesForFlood.

4.3. Modéle de réseau de neurones artificiels

Le modéle de réseau de neurones utilisé dans ce projet est le perceptron multicouche (voir 2.2). Le nombre de

neurones cachés, ainsi que les variables d'entrées sont optimisés au cas par cas par un processus d’essai-erreur.

Le réseau de neurones est entrainé sur une sélection d'événements de haut débit, en validation croisée. Sauf

mentions contraires, la fonction d’activation utilisée est la sigmoide (2.1) et la fonction de colt est le MSEloss

(Mean Squared Error loss) définie comme :

L(Q.Q) = ~XXo(Q: — 0)*.

L’apprentissage est effectué a I'aide du langage de programmation Python et utilise des librairies spécialisées en

apprentissage automatique (Sickit-learn, PyTorch, TensorFlow, Keras). Les données d'entrée fournies au MLP

sont préalablement normalisées. Les variables d'entrée de chaque modéle sont listées dans 'annexe D. La

résolution temporelle des données (entrée et sortie) est de 10 min.
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4.4. Création des séries continues de prévisions INCA

Les outils d'apprentissage automatique utilisés dans ce travail requiérent des prévisions sous forme de séries
continues, c'est-a-dire une seule prévision a chaque pas de temps. L'ensemble des prévisions INCA de base, d'une
résolution temporelle de 10 minutes et d'une durée de 6 heures, doit par conséquent é&tre prétraité (Figure 23).

Sub-watershed

> Interpolation -

Crop )
—_— INCA interpolated
N datasets, 6h per dataset
Cropped INCA grid lContinuous forecast
N datasets, 6h per dataset

Raw INCA grid

N datasets, 6h per dataset -

INCA continuous interpolated
1 dataset continuous of N x 10[min]

Figure 23 : Etapes de prétraitement des données brutes INCA.

Dans un premier temps la grille qui recouvre I'ensemble de la Suisse est découpée grossiérement (Crop) sur le
bassin versant d'intérét, afin de réduire la taille du jeu de donnée (et donc le temps de calcul). Puis, les points
de grille INCA sont interpolés sur des unités spatiales (sous-bassins versants) sur lesquels la prévision est jugée
homogeéne (Figure 24). Chaque unité spatiale est représentée par une seule prévision qui correspond a la moyenne

& Jill R g sipAs EICN <
\e 3. ; (Yo 2\ @ Grille INCA
arc le/n souurzikon /N @ sous-bassins Zurich-Altbach

V- A7
, | \- 4!

g >

L ) ]
. 2 \a
Figure 24 : lllustration de l'interpolation spatiale par sous-bassins versants (Kloten-Altbach). La

valeur conservée pour chaque sous-bas sin versant (rouge) est la moyenne des points de grille (bleu)
qu'il contient.
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des prévisions des points de grille qu'elle contient. Pour le cas particulier oi une unité spatiale ne contient pas
de point de grille, I'algorithme lui attribue la prévision au point de grille le plus proche.

A ce stade, les données se composent de prévisions interpolées spatialement ayant un pas de temps de 10 min et
une durée de 6h. Ce jeu de données est composé d'environ 180'000 prévisions (toutes les 10 min depuis aodt
2018). L'étape suivante consiste a transformer ce jeu de données en une unique série continue de prévisions qui
sera fournie comme entrée aux modéles MLP. Cette série continue dépend d'un paramétre appelé Offset. Ce
dernier décrit quelle fraction de chaque prévision est incorporée dans la prévision continue. Un Offset de 0 min
signifie que I'on garde le premier pas de temps de chaque prévision (c'est-a-dire la pluie qui prévue entre 0 et
+10 min), un Offset de 10 min signifie que I'on garde la pluie prévue pour I'intervalle 10-20 min, etc. Cette
procédure est illustrée a la Figure 25.

I Prévision a 8h20 |
. Pévsionagho |

8.h o 9Ih L Temps
| B >
-:- Offset = 00min |
T Offset = 10min |
:n Offset = 20min I
:-:. Offset = 30min |
|

Figure 25 : Illlustration de la construction de séries continues de prévision.

En général, lorsque |'on entraine un modéle MLP a un horizon de prévision +t, on souhaite lui donner |'ensemble
de prévisions INCA sur la période allant de 0 & t min. Par conséquent, on donne les séries continues qui ont des
Offset allant de 0 & t-10 min. Une difficulté réside dans le fait qu'il faut étre attentif & ne pas donner des
prévisions qui ne sont pas encore disponibles. Si I'on souhaite prédire le débit de 9h00 lorsqu'il est 8h00, la
prévision Offset 20min pour 9h00 n'est pas disponible car elle est émise a 8h30. Par conséquent, les séries
temporelles doivent étre décalées de la maniére décrite par la Figure 26.

8h Sh

N v o a w w4 Temps

| I B B R B v

I +10min -:- Offset = 00min (50min delay)

I +20min n Offset = 10min (40min delay)

| +30min n Offset = 20min (30min delay) T

| +40min -:- Offset = 30min (20min delay) -
I +50min -:- Offset = 40min (10min delay)

I +60min -:- Offset = 50min (no delay)

Figure 26 : lllustration du décalage temporel des séries continues pour une prévision 3 +1h.
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4.5. Indicateurs de performance
4.5.1. Mean absolute percentage error (MAPE)

Il s'agit de l'indicateur principalement utilisé, notamment pour déterminer quel est le meilleur modéle lors de
I'étape d'essai-erreur. |l se calcule comme la somme des écarts relatifs entre la prédiction (Qmod) et la mesure
(Qobs), normalisée par le nombre d’événements (N). Plus le MAPE est proche de zéro, meilleur est le modéle.

Qobs,i - Qmod,i
Qobs,i
N

!

MAPE =

Le MAPE posséde le désavantage de donner un poids important aux erreurs dans les faibles débits, car le nombre
d'événements et |'erreur relative y sont plus importants. L'indicateur est par conséquent calculé au-dessus d'un
certain seuil Qmin (débit observé) que I'on fait varier pour obtenir une courbe du MAPE en fonction du seuil
(Figure 27).

Z Qobs,i — Qmod,i
Qobs,i >Qmin Qobs i

#(Qobs,i > Qmin)

MAPE (Qmin) =

Horizon de prévision et modéles

Prévisions +30min

Nb events —HYB1
50% 1800
45% 1600
40% 1400
1200
35%
£
cE> 1000
“ o 30% >
% 800
25%
600
20%
400
15% 200
1615 891 574 216 112 84 59 44 30 24 20 17 13 11 9
10% 0
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Figure 27 : Apercu d’un graphique de score de I'indicateur MAPE.



4.5.2. Critére de persistance

Le coefficient de Nash-Sutcliffe (Nash-Sutcliffe model Efficiency coefficient - NSE) est communément utilisé en
hydrologie pour évaluer la performance d'un modéle hydrologique [73]. Il compare I'écart entre le modéle et la
mesure a la variabilité moyenne de la mesure. En d'autres termes, la performance du modéle est comparée a celle
d'un modéle trivial qui assume que le débit de la riviére est constant et égal au débit moyen. Plus le NSE est
proche de 1, meilleur est le modéle. Cet indicateur a cependant une faiblesse : il ne permet pas de mesurer a quel
point un modéle est bon de maniére absolue. En effet, selon les riviéres, la valeur moyenne peut étre un bon
indicateur du débit en tout temps (lorsque le débit est relativement stable au cours du temps) alors que dans
d’autres cas c'est un indicateur médiocre [74].

_ Zi(Qobs,i - Qmod,i)z
Zi(Qobs,i - Qobs)z

Le critére de persistance utilisé dans ce projet est une version modifiée du coefficient de Nash-Sutcliffe. La

NSE =1

référence n'est pas le débit moyen mais un modéle légérement plus élaboré : le modéle de persistance. La
persistance est un modéle trés simple qui considére que la prévision a I'horizon t+h est égale a I'observation au
temps t. Le critére de persistance compare les performances d'un modéle hydrologique a celle du modéle de
persistance. Une valeur nulle indique que le modéle n'est pas meilleur que la persistance. Plus le critére de
persistance est proche de 1, meilleur est le modéle.

Zi(Qobs,i - Qmod,i)z
Zi(Qobs,i - Qobs,i—h)2

Ce critére est notamment utilisé par Toukourou [55] (Figure 28). Dans cette étude, |'auteur cherche a prédire

Critére de persitance = 1 —

des crues éclair du Gardon de I'Anduze en utilisant comme donnée d'entrée uniquement des mesures de
précipitation et d'humidité du sol pour des horizons de prévision allant de 30 min a 5h.

Horizon de prévision

= 05h 1h 2h 3h 4h 5h Moyenne
hy (heures)

Crioe 0,60 0,54 0 0,90 0,84 0,70 072
persistance C,

Figure 28 : Valeurs indicatives du critére de persistance obtenues par Toukourou [55].

4.5.3. HIT-FAR

L'indicateur HIT-FAR permet de quantifier la capacité d’'un modéle 3 prédire des événements extrémes. Le HIT
indique si le modéle est capable de prédire des événements qui ont été observés, alors que le FAR (False Alarm
Ratio) indique s'il a prédit des événements qui n'ont pas eu lieu [75]. Dans le cas de cette étude, |'indicateur est
défini selon des seuils de débit Q,. A chaque pas de temps, et pour chaque seuil de débit, quatre cas de figure
sont possibles, selon que le modéle et/ou I'observation dépassent Q. lls sont présentés a la Figure 29.

Dépassement simulé ?
Oui Non
Oui HIT (NuiT) Manqué (Nwmiss)
Dé t observé ?
RUe SR Non FA (NFa) Pas événement (NnoT)

Figure 29 : Tableau des classes selon I'indicateur HIT-FAR.
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Pour rendre l'indicateur plus souple, deux types de tolérances lui sont appliqués : une tolérance sur la magnitude
du débit t4 [ %] et une tolérance temporelle t, [min]. Ainsi, un événement est considéré comme un HIT si Q; est
dépassé par la mesure et que le modéle prédit un débit correspondant au minimum a (1 —tQ) * Qg dans un
horizon de temps contenu dans l'intervalle [-2 t;; + t;]. De plus, un événement est considéré comme une fausse
alarme (FA) si Q, est dépassé par le modéle, alors que Q n'est pas dépassé par (1 + tQ) * Qops- Les différents
cas de figure sont illustrés a la Figure 30.

| Mesure |
50| . :
- Simulation ; : 1
| Tt=20min i S ]
asr Ta=10%
40t
35 F
Z30t
E L
%
Zast -
20}
15} L
10 Mesure 58
Simulation
°f Te=20min {20t
Ta=10%
1 1 1 1 1 1 1 18 C 1 L 1 1 1 1
17:30 1735  17:40 1745  17:50  17:55  18:00 23:10 23:15 2320 23225 23:30 23:35 23:40

Figure 30 : HIT a 40 m3/s et événement manqué a 50 m3/s (gauche), pas d'événement a 32 m3/s et FA a 40 m3/s (droite).

Ensuite pour chaque Qq, les ratios suivants sont calculés et nous donnent les scores HIT-FAR :

NHIT (QS)
HIT = =
(Q QS) NHIT (Qs) + NMISS (Qs)
FAR (Q=Qs)= NFA (Qs)

Nyir (Qs) + Ney (Qs)

Il faut étre attentif au fait qu'un score FAR de 1 peut &tre dii 3 une seule fausse alerte, pour autant qu'aucun
HIT n'ait lieu pour le débit seuil considéré. Par conséquent, il convient toujours d'analyser les événements
lorsqu’un FAR de 1 est obtenu afin d'en connaitre les causes.

Dans ce projet la tolérance de magnitude t, est fixée a 10 % et la tolérance temporelle t, a un tiers de I'horizon
de prévision (par exemple 10 min pour un horizon de prévision a +30 min).
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4.6. Sites d'études

Quatre sites de natures différentes ont été sélectionnés pour tester la méthode. On retrouve ainsi deux bassins
versants particuliérement réactifs et par conséquent propices aux crues éclair : Le Flon a Lausanne (urbain) et
I'Altbach a Kloten (plutét rural). Les deux autres bassins versants ont un temps de réponse plus long et sont
situés 3 moyenne (La Leysse 3 Chambéry) et haute altitude (Emosson). lls sont influencés par la fonte des neiges
et, dans le cas d'Emosson, par les régimes glaciéres. Pour chacun des sites d'étude, une sélection de crues est
illustrée en annexes A (Figure 90 a Figure 93).

4.6.1. Flon — Capelard (Lausanne)
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Figure 31 : Bassin versant de Lausanne a la STEP de Vidy.
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Le bassin versant de la STEP de Lausanne est un bassin urbain de 59 km?, trés fortement imperméabilisé. Il est
de plus particuliérement pentu, avec 64 % de pente a plus de 3° (hydromaps.ch), ce qui en fait un bassin versant
trés réactif. Sa particularité est que les cours d’eau principaux ont été enterrés et sont partie intégrante du réseau
d'eaux usées de la ville. Lausanne est par conséquent un vaste réseau unitaire et, lors d'événements de pluie
importants, la capacité de la station d'épuration de la ville est insuffisante pour traiter le débit du réseau. Des
déversements d'eaux mixtes sont alors effectués dans le milieu naturel. Le déversoir principal se situe au Capelard.
Il recoit les eaux des sous-bassins versants de la Louve et du Flon (Louve-Sup, Flon-Sup et Louve-Flon-Inf).

L’apprentissage est effectué sur 66 événements de crues au Capelard entre le 01.02.2019 et le 01.08.2021. La
crue maximale observée sur cette période est de 53.2 m3/s, le 15.06.2019. L'événement du 11 juin 2018 (cf.
1.Introduction) est estimé a 120 m3/s mais la mesure est inexistante car la station s'est cassée durant la crue.
Les crues majeurs sont exclusivement causées par des orages estivaux. Elles sont caractérisées par une montée
rapide, une pointe aigué et une redescente rapide du débit.
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4.6.2. Altbach-Schaffhauserstrasse (Kloten)
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Figure 32 : Bassin versant de I'Altbach 3 la Schaffhauserstrasse.

Le bassin-versant de |'Altbach a Kloten a une surface d'approximativement 26.6 km?. C'est un bassin de plaine
situé a une altitude entre 663 et 420 m. Il est en majorité rural avec approximativement 50 % de terres agricoles,
25 % de forét et 25 % de zones urbanisées (résidentielles) (hydromaps.ch). De par la proximité de |' Altbach avec
I'aéroport de Zurich-Kloten, I'enjeu de protection est particuliérement important. En effet, I'aéroport doit étre
évacué lorsque le débit de I'Altbach dépasse le seuil critique de 20 m3/s.

Les crues de I'Altbach se caractérisent par deux régimes distincts : des montées trés rapides, un maximum pointu
puis une redescente rapide du débit lors d'intenses orages estivaux et des crues plus lentes dues soit & de longues
pluies de faible intensité qui saturent le sol soit & des événements de pluie sur neige. La plupart des événements
sont bimodaux avec une deuxiéme pointe de crue de plus faible magnitude survenant aprés la pointe principale.

44 événements de crue sur la période 01.09.2018 a 01.10.2021 ont été sélectionnés pour entrainer les modéles
MLP. Les événements maximaux observés sur cette période sont de 11.8 m3/s le 13.09.2018 et le 23.06.2021.
Aucune des crues de la période d'entrainement n'approche par conséquent le seuil critique de 20 m3/s.

34



4.6.3. Leysse-Tremblay (Chambéry)
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Figure 33 : Bassin versant de la Leysse & Tremblay.
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Le bassin versant de la Leysse & Tremblay a une surface de 293.7 km2. Il se situe essentiellement en zone rurale,
de moyenne montagne avec une altitude variant entre 1845 et 232 m. Sur sa partie inférieure, la Leysse traverse
une vaste zone industrielle et passe & proximité de I'aéroport de Chambéry.

Les crues de la Leysse sont caractérisées par des montées relativement lentes et réguliéres. Les crues principales
sont majoritairement causées par des événements de pluie sur neige, durant la période hivernale. L'apprentissage
automatique est effectué sur 78 événements de crues entre le 01.10.2018 et le 21.02.2022. La crue maximale
observée a la station de Tremblay durant cette période est de 199.4 m3/s, le 29.12.2021 a 17h20.
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4.6.4. Emosson — Collecteur Est
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Figure 34 : Bassin versant d'Emosson au collecteur-Est.

Le bassin versant d'Emosson au collecteur-Est est un sous bassin versant du lac d’Emosson. L'eau du collecteur-
Est est soit turbinée directement a l'usine de Vallorcine, soit pompée dans le lac d'Emosson. Le bassin a une
surface de 108 km? dont 27 km? de glacier. Il se situe a une altitude qui varie entre 1548 m et 3898 m. Le temps
de réponse est estimé 3 4-6 heures.

En raison de son altitude, le bassin versant est fortement influencé par la fonte des neiges et des glaciers et le
débit est par conséquent soumis a une forte variabilité saisonniére. Les crues maximales au collecteur-Est ont lieu
en été, lorsque I'eau d'un orage s'ajoute au débit engendré par la fonte des glaciers. Des crues importantes sont
également dues a des événements de pluie sur neige au printemps ou en automne.

L’apprentissage est effectué sur une sélection de 31 événements de crues entre le 01.10.2018 et le 01.10.2021.
La crue maximale observée sur cette période est de 27.1 m3/s le 13.07.2021.
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4.7. Mise en place expérimentale

Cette section a pour but de décrire les
différentes variantes de modéles qui ont
été développés au cours de ce projet de
master. De par la grande quantité de
variables (horizon de prévision, modéle
hybride ou non, modéles filtrées ou
non,...), il est particulierement
important d'avoir une bonne Vvision
d'ensemble des différents tests effectués
et des différents modéles développés. La
Figure 35 présente tous les modéles

ainsi que les données d'entrée qu'ils

Modele de persistance I

Modeles physiques I

Modeéles d’apprentissage automatique |

Prévisions MLP

Prévisions INCA " @ Prévisions RS
Mesures

Prévisions RS

utilisent. — HYB1
Premierement, pour chaque site ,@
d'étude, des modéles d'apprentissage [ Mesures |

automatique sont entrainées  sur

el . L. . Figure 35 : Vue d'ensemble des différents modéles et leurs données d’entrée.
différents horizons de prévision, choisis
selon les caractéristiques du bassin versant. Tous les modéles recoivent en entrée au minimum les derniéres
mesures de débit a disposition, données essentielles pour obtenir un bon modéle tel que montré par Pereira Filho
et al. [65]. D'autres mesures sont fournies au cas par cas (débit en amont du point d'intérét, précipitations aux

stations, température,...). Pour chacun des horizons, quatre modéles de bases sont entrainés :

e MLPpers est un modéle qui n'utilise que des mesures de débit, de précipitations et de température
(similairement a RNNg développé par Chiang et Chang [56], section 3.5). Ce modéle est utile pour
quantifier la plus-value apportée par les prévisions. Son nom MLPpers fait référence au fait qu'il consiste
en une sorte de modéle de persistance améliorée car il n'utilise que des mesures comme données d’entrée.

e MLP1 utilise les prévisions INCA comme variable d'entrée du réseau de neurones.

e HYBLI utilise en entrée les prévisions du modéle physique RS calibré (PHY1) qui utilise lui-méme les
prévisions INCA.

e HYB2 utilise en entrée les prévisions filtrées (avec SplineForFloods) du modéle physique (PHY2).

La performance de ces quatre modéles de base est comparée a des modéles qui n'utilisent pas d'apprentissage
automatique :

e PERS, le modéle de persistance (voir 4.5.2).
e PHY1, le modéle physique non-filtré.
e PHY2, le modéle physique filtré avec SplinesForFlood (voir 4.2.2)

Finalement, dans certains cas, des modéles supplémentaires sont entrainés pour des horizons de prévision plus
longs. Ce sont des modéles de type séquence a séquence qui utilisent comme entrée les résultats de modéles
entrainés a d'autres horizons :

e HYBS3 utilise en entrée des prévisions d'autres modéles HYB entrainés a des horizons inférieurs (p.ex.
HYB+1h est utilisé en entrée de HYB+2h).
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o HYB4 utilise des prévisions d'autres modeles HYB entrainés a des horizons inférieurs et sur lesquels le

filtre SplineForFloods a été appliqué.

Dans certains cas, les modéles développés sont comparés a un modéle de prévisions parfaites (PF). Ce dernier,
comme son nom l'indique, utilise des mesures en tant que prévision (similairement 3 RNN; développé par Chiang
et Chang [56], section 3.5). Il n'est par conséquent pas réaliste mais posséde |'avantage de distinguer I'erreur due

aux prévisions de |'erreur imputable au modéle.

La Figure 36 présente les différents modéles en fonction de leur complexité et de la disponibilité des données sur

la base de la théorie développée par Grayson et Bloschl [61] (section 3.3.4)
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Figure 36 : Disponibilité des données et complexité des modeéles développés.
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4.8. Reconstruction d'un ensemble de prévisions

Les modéles d'apprentissage automatique fournissent comme sortie des séries continues de prévision a +t minutes
(en noir Figure 37). C'est-a-dire qu'a chaque pas de temps i, le modéle nous donne une prévision pour les 10
prochaines minutes, calculé t minutes auparavant. Cependant, on souhaiterait avoir 3 chaque pas de temps une
prévision d’une longueur t qui commence a l'instant ou la prévision est faite (t=0) et qui se termine a I'horizon
de prévision (dans |'exemple t=1h).

Débit Débit

sh 9h Temps 8h 9h Temps

Figure 37 : Série continue de prévision a +1h (courbe noire) résultant du modéle MLP et ensemble de
prévisions d'une longueur de 1h que I'on souhaite reconstruire (courbes bleues).

Théoriquement, pour pouvoir reconstruire complétement I'ensemble de prévision bleu, il faudrait entrainer des
réseaux MLP & tous les horizons (toutes les 10 min), puis mettre bout a bout chacune des prévisions. Cependant,
cette démarche est trés fastidieuse car elle requiert d'entrainer de trés nombreux modéles. La procédure suivante
est utilisée pour contourner ce probléme. Tout d'abord, des prévisions « artificielles » sont reconstruites en
gardant I'ensemble des prévisions & +t émises depuis la derniére observation disponible (comme illustré a la
Figure 38). Ensuite, le filtre SplinesForFlood est appliqué a ces prévisions reconstruites : seule la derniére valeur
est conservée (la prévision a +t), alors que les autres sont modifiées par le filtre.

8h %h

1 L L
1 1 I

L 1 1 1 1 1

I 1 1 1 1 1 1

Prévision continue & +1h
Prévision de 8h reconstruite

Zl- - Prévision de 8h10 reconstruite
|__—_:- Prévision de 8h20 reconstruite

Figure 38 : lllustration de la reconstruction de prévisions d'une longueur de 1h.
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5. Résultats

5.1. Flon-Capelard
5.1.1. Prévisions a +30 min

Prévisions +30min
Nb events PERS30min MLPpers —PHY1 —PHY2 —MLP1 —HYB1 —HYB2

110% 1800
100% 1600
90%

1400

80%
1200

70%
1000
60%
800

MAPE 10min

50%

600
40%

30% 400

20% 200

1615 891 574 216 112 84 59 44 30 24 20 17 13 11 9
10% 0
2 4 6 8 10 12 14 16 18 20 22 24 26 28 30

Débit Flon-Capelard (m3/s)

Critére de persistance

MLPpers MLP1 PHY1 PHY2 HYB1 HYB2
0.31 0.68 0.60 0.23 0.78 0.66

Figure 39 : Performances MAPE et critére de persistance des modéles - Flon-Capelard +30min.

Les modeles d’apprentissage automatique donnent de bons résultats pour la modélisation du débit au Capelard a
+30 min. En effet, MLP1, HYB1 et HYB2 permettent tous de surpasser les performances du modéle physique.
En particulier, HYB1 est meilleur que tous les autres modéles en termes de MAPE, et de critére de persistance
(Figure 39). Le MAPE de ce meilleur modele est de 21.7 % pour les débits mesurés au-dessus de 2 m3/s.

Par ailleurs, on constate que le filtre SplinesForFlood (avec une période de filtrage de 60 min) dégrade les
performances du modéle physique : PHY?2 est moins bon que PHY1. Par effet domino, HYB2 obtient des scores
moins bons que HYB1. Ce comportement du modéle filtré s'explique par la nature trés brutale des crues :
SplinesForFlood a tendance a créer des fausses alertes importantes comme le montrent les FAR de la Figure 41
et les quelques événements sélectionnées a la Figure 40.

L'écart important des performances entre MLPpers et MLP1 permet de se rendre compte de la plus-value
apportée par les prévisions INCA sur cet horizon de prévision. En effet dans un bassin versant aussi réactif, la
prévision est primordiale pour obtenir un bon modéle, méme pour un horizon court de 430 min. Le débit dans
30 min est grandement influencé par de I'eau qui est encore dans I'atmosphére.

40



HIT (Prévision a +30min, Lausanne Capelard) FAR (Prévision a +30min, Lausanne Capelard)
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Figure 41 : Performances HIT-FAR des modéles — Flon-Capelard +30min. Tolérances de 10 % et 10 min.

Si I'on regarde I'indicateur HIT (Figure 41), les conclusions sont similaires. HYB1 obtient un score qui s'approche
de 1 pour une large gamme de débits et ne vaut 0 qu'au-dessus de 50 m3/s. Or, un seul événement, le 15.06.2019
dépasse ce seuil. Les modéles de réseaux neuronaux (a I'exception de MLPpers) surpassent nettement les modéles
physiques en HIT mais également en FAR. Il apparait que I'approche hybride permet de dé-biaiser le modéle
physique et a la fois d’augmenter le HIT et de diminuer le FAR.
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Figure 40 : Exemples de fausses alertes générées par le filtre SplinesForFlood sur 3 événements sélectionnés — Flon-Capelard.
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MAPE 10min

5.1.2. Initialisation des poids — Analyse de sensibilité

Comme mentionné a la section 2.5, la valeur initiale attribuée aux poids du réseau de neurones peut influer sur
les performances du modéle. Afin d'avoir une idée de I'impact qu'ont des poids différents sur les performances,
les modéles HYB1 et MLP1 a 430 min au Capelard ont été entrainés avec chacun 10 jeux de poids aléatoires

différents. Les résultats obtenus sont présentés a la Figure 42.

Prévisions +30min
Nb events —HYB1 MLP1
60% 1800
0.79
0.78

50% . 077
- i 076
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073
072
071
0.70
0.69
400 0.68

067
200 0.66

N
(=}
X

w
o
X
Critere de persistance

20%

HYB1 MLP1
1615 891 574 216 112 84 59 44 30 24 20 17 13 11 9
10% 0
2 4 6 8 10 12 14 16 18 20 22 24 26 28 30

Débit Flon-Capelard (m3/s)

Figure 42 : Variabilité des performances MAPE et critére de persistance des modéles MLP1 et HYBI selon le jeu de poids
initiaux. Flon-Capelard +30min.

Plusieurs observations peuvent &tre faites. Tout d'abord, la variabilité des performances croit avec le débit. Ceci
n'est pas étonnant car le nombre d’'événements décroit lorsque le débit augmente. Par conséquent, une différence
sur un événement de grande ampleur aura un impact plus important sur la performance du modéle qu'une
différence sur des petits débits ou les événements sont nombreux. De plus, la variabilité n'est pas la méme pour
les deux modéles. Alors que les performances de MLP1 ne varient que d'un écart-type de 0.003 en critére de
persistance et 0.5 % en MAPE au-dessus de 20 m3/s, celles de HYB1 ont des écart-types respectifs de 0.015 et
2.1 %. ll est relativement difficile de trouver une explication a ce comportement. Une hypothése est que le modéle
hybride a une donnée d'entrée plus complexe et plus proche de la sortie recherchée (il regoit une premiére
estimation du débit). Par conséquent, le nombre de minima locaux est plus important ce qui peut tromper la
descente du gradient. Or, en faisant varier la graine aléatoire, on donne la possibilité aux modéles de s’engouffrer
dans d'autres minima locaux.

On peut conclure de ces différentes observations qu'il est important de ne pas sur-interpréter de faibles différences
entre deux modéles. Il faut garder a I'esprit qu'une certaine variabilité peut &tre due a un jeu de paramétres
initiaux plus ou moins optimal pour le modéle et le jeu de données d'entrainement utilisés.
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5.1.3. Prévisions a +1h

Prévisions +1h
—PHY1 —MLP1 —HYB1 —HYB3

Nb events PERS1h MLPpers
110%

100%

90%

80%

70%

60%

MAPE 10min

50%

40%

30%

20%

10% 1615 891 574 216 112 84
0

2 4 6 8 10 12

59 44 30 24 20 17 13 11

14 16 18 20 22 24 26 28

Débit Flon-Capelard(m3/s)

Critére de persistance

MLPpers MLP1

PHY1 HYB1 HYB2 HYB3

0.34 0.48

0.36 0.46 0.43 0.46

Figure 43 : Performances MAPE et critére de persistance des modéles - Flon-Capelard +1h.

Pour un horizon de prévision de +1h, on constate un resserrement et surtout une forte dégradation des
performances de |'ensemble des modéles (Figure 43). PHY1, MLP1, HYB1, HYB2 et HYB3 ont des performances
trés similaires et ne sont que marginalement meilleurs que MLPpers. La dégradation des performances est
particuliérement marquée pour les hauts débits. Le score MAPE de HYBI passe d'environ 25 % au-dessus de
10 m3/s, 30 min en avance, a prés de 60 % a +1h. Alors que le critére de persistance de HYB1 était de 0.78 a
430 min, il chute & 0.46 & +1h. Cela est d'autant plus marquant que la persistance +1h n'est absolument pas

un bon modéle pour le cas d'étude du Capelard, de par la réactivité du bassin versant.

Similairement, le score de HIT (Figure 45) approche de 0 quel que soit le modéle pour des débits supérieurs a
10 m3/s, indiquant qu'aucune crue majeure n'est prédite 1 heure a I'avance. Sans surprise, les FAR sont faibles

car aucun des modéles ne capture les crues.
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Figure 45 : Performances HIT-FAR des modéles - Flon-Capelard +1h. Tolérances de 10 % et 20 min.
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La Figure 44 permet d'illustrer I'importante dégradation des performances de PHY1, MLP1 et HYB1 entre les
horizons de prévision de +30 min et +1h. Au-dela de I'augmentation flagrante du MAPE et de la diminution du
HIT, il est marquant de constater les faibles écarts entre les modéles a +1h. Leur capacité prédictive est faible,
indépendamment de leur complexité. Ce comportement semble indiquer que les mauvaises performances sont
dues a des prévisions de précipitation de qualité insuffisante. Afin de confirmer cette hypothése, il convient
d'observer le comportement des différents modéles hydrologiques et des prévisions INCA sur quelques événements

de crue (5.1.4).
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Figure 46 : Modéles hydrologiques a + 30min (gauche) et +1h (centre) et prévisions INCA (droite) - 15.06.2019 — Flon-Capelard.
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5.1.4. Analyse d'événements

Quelques crues importantes et représentatives observées au Capelard sont présentées. MLP1, PHY1 et HYB1 3

430 min et +1h sont comparés et mis en paralléle avec les prévisions de précipitations. La simulation de contréle

aux stations (c'est-a-dire qui utilise les mesures des stations météos) est également illustrée.

5.1.4.1. Evénement du 15.06.2019
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La crue du 15.06.2019 est bien capturée par le modéle HYB1 a +30 min, avec toutefois une pointe en retard de
10 min. MLP1 et PHY1, de leur c6té, sous-estiment |'intensité de la crue. A +60 min, les trois modéles ne sont

pas capables de prédire la crue. En se penchant sur les prévisions INCA, on remarque que celles-ci sous-estiment
fortement I'intensité des pluies & +30 min (5.1 mm) et +60 min (1.8 mm), alors que INCA;10min (19.2 mm) est
plus proche de la mesure (27.1 mm) mais en retard. En fait, la prévision INCA41omin de 17h40 est probablement

due a la persistance de I'orage observé a 17h30. Il convient de rappeler ici que les modéles a +30 min ne recoivent

pas que la prévision INCA30min mais également INCA {20min €t INCA4iomin. La crue est bien prédite 30 min &

I'avance grace & INCA10min €t au temps de concentration du bassin versant.

5.1.4.2. Evénement du 01.08.2020
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Figure 47 : Modeéles hydrologiques a + 30min (gauche) et +1h (centre) et prévisions INCA (droite) - 18.06.2020 — Flon-Capelard.
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Similairement & I'événement précédent, la pointe de crue est plutot bien prédite par les différents modéles 30 min
en avance. Par contre, aucun des modéle n'est capable de la prédire 3 +1h. Ceci est a nouveau causé par
I'incapacité d’'INCAt6omin et dans une moindre mesure d'INCA{30min & prédire 'orage.

5.1.4.3. Evénement du 17.08.2020

50

& [ - r— Analyse pluie-débit - événement du 17.08.2020
45 45 70
MLP1 +30min MLP1 +60min
o1 PHY1 +30min 1 PHY1 +60min 5
HYB1 +30min HYB1 +60min 60
sk 1 35
17.08.2020 5 17.08.2020 “
30 .
<
& £
2 525 40 E
E £ s
3 = %
2
=

S

«

LILILLLm

0
17.08.202003:10 17.08.202003:20 17.08.202003:30 17.08.2020 03:40 17.08.2020 03:50 17.08.2020 04:00

Station Lausanne e INCA +10min  mmmsm INCA +30min  mmmmm INCA +60min === Débit

Figure 48 : Modéles hydrologiques a +30 min (gauche) et +1h (centre) et prévisions INCA (droite) - 17.08.2020 — Flon-Capelard.

Dans ce cas, tant INCA+30min que INCA+60min manquent totalement |'orage. INCA410min est un peu meilleur, mais
sous-estime significativement I'intensité de la pluie de 3h30. En conséquence, tous les modéles sous-estiment déja
I'intensité de la crue a 430 min et ne sont pas capables de la prédire une heure a I'avance.

5.1.4.4. Evénement du 20.06.2021
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Figure 49 : Modéles hydrologiques a +30 min (gauche) et +1h (centre) et prévisions INCA (droite) - 20.06.2021 — Flon-Capelard.

L'événement du 20.06.2021 n'est pas le plus important en intensité mais il est intéressant car il est mieux prédit
par INCA, y compris 1h a 'avance (avec toutefois un léger retard). On constate que les modeéles sont dés lors
capables de prédire une crue a3 +1h, bien que retardée de 20 min. Cela montre bien que lorsque le modéle recoit
la bonne quantité d'eau, la crue résultante est bien modélisée.
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5.1.5. Synthese

L'analyse de ces quelques événements permet de confirmer |'hypothése que la qualité des prévisions INCA est le
facteur limitant la qualité des prévisions de débit du Flon. En effet, les modéles semblent bien capturer la
croissance trés rapide du débit, et, pour autant que la prévision fournisse une quantité suffisante et adéquate de
pluie, la crue résultante est bien prédite. Un autre moyen de s'en convaincre est d'évaluer la performance d'un
modeéle MLP de prévision parfaite. La Figure 50 compare les performances MAPE et HIT d'un modéle (PF) qui
recoit les mesures comme prévision (stations de Lausanne, Le Mont-sur-Lausanne et Crissier), au modéle MLP1
a 430 min et +1h. On remarque que PF surpasse nettement MLP1, déja & +30 min, mais tout particuliérement
a +1h. La différence de performance entre PF et MLP1 peut &tre assimilée a |'erreur de prévision de INCA. En
effet, si INCA était une prévision parfaite, alors MLP1 tendrait vers PF. Le MAPE et le HIT de PF sont
relativement stables entre les deux horizons de prévisions confirmant encore une fois que les prévisions sont le
facteur limitant de la performance.
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Figure 50 : Comparaison performances MAPE et HIT des modéles PF et MLP1 a +30 min et +1h — Flon-Capelard.

En conclusion, dans le cas du Flon au Capelard, I'horizon pour lequel les crues sont prévisibles se situe autour de
30 min, et est certainement inférieur 8 60 min.
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5.2. Altbach — Kloten

5.2.1. Prévisions a +30 min — modéle physique initial

Prévisions +30min
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Figure 51 : Performances MAPE et critére de persistance des modéles — Altbach-Kloten +30 min.

Méme si HYB2 semble donner les meilleures prévisions de débit (Figure 51), I'écart entre les différents modéles
est relativement faible, en particulier au regard de I'analyse de sensibilité aux poids initiaux effectuée sur Lausanne
(5.1.2). Le modéle MLPpers a notamment des performances proches des modéles plus complexes. On remarque
également une forte dégradation de la performance de tous les modéles pour les événements les plus importants
avec un MAPE qui passe d'environ 15 % au-dessus de 5 m3/s a plus de 60 % au-dessus de 8 m3/s. Ce
comportement est également visible sur la Figure 52 : tous les modéles voient leur HIT chuter drastiquement
pour les crues les plus importantes et aucun des modéles n'est significativement meilleur que les autres
relativement 3 cet indicateur. Comme pour le cas de Lausanne, le filtre SplinesForFlood (avec raccordement a
1h) a tendance a créer des fausses alertes importantes sur les événements qui ont une croissance du débit trés
abrupte (Figure 52 et Figure 53 : 13.09.2018 et 02.07.2019,). Il semble par contre bien plus adapté aux

événements plus lents comme le 29.01.2021.
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HIT (Prévision +30min, Altbach-Schaffhauserstrasse) FAR (Prévision +30min, Altbach-Schaffhauserstrasse)

1 50 1 50
09 45 09 as
08 40 08 40
0.7 35 07 35

2 ©
1 £
2 ]
06 30§ ). E
2 0.6 30 g
g 2
g 2
E 5 5 2
Eo 252 < 05 253
o 3
o ]
@ e
04 2 5 0.4 20 5
5 s
=z =z
03 15 03 15
02 10 02 10
01 5 01 3
0 0 0 0
3 6 7 8 9 10 11 12 15
Débit [m3/s] Débit [m3/s]
# dépassement MLPpers =———MLP1 PHY1 =mPHY2 emmmmHYB1 = HYB2 # dépassement MLPpers mmmmMLP1 = PHY1 wmmm PHY2 emmmHYB1 HYB2

Figure 52 : Performances HIT-FAR des modéles a — Altbach-Kloten +30 min. Tolérances de 10 % et 10 min.
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Figure 53 : Illustration du comportement du filtre SplinesForFlood sur 3 événements sélectionnés — Altbach-
Kloten.

5.2.2. Analyse d'événements

Une analyse plus détaillée des crues principales est nécessaire afin de mieux comprendre les mauvaises
performances des modéles sur les hauts débits. Pour ce faire, les débits simulés par PHY1 et HYB2 pour un
horizon de +30 min sont comparés a la mesure ainsi qu'a la simulation de contréle aux stations. Cette derniére
correspond au débit simulé (en temps réel) par le modéle physique RS avec comme données d’entrée les mesures
de précipitations aux stations (Kloten et Winterthur), sans mise a jour. De plus, les pluies mesurées a Kloten
sont comparés aux pluies estimées par INCA sur le bassin versant au premier pas de temps (+10 min) et a
I'horizon d'intérét (+30 min). Le but de cette démarche est d'identifier si I'incapacité des modéles & prédire les
hauts débits est liée 3 un manque de pluie (INCA sous-estime les précipitations de ces événements) ou & un
probléme conceptuel des modéles. Les 6 événements présentés sont ceux qui ont un débit dépassant 5 m3/s.
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5.2.2.1. Evénement du 13.09.2018
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Figure 54 : Modéles hydrologiques & +30 min (gauche) et prévisions INCA (droite) - 13.09.2018 — Altbach-Kloten.

Lors de cet événement, les pluies prédites par INCA41omin (16.2 mm) et INCA30min (15.2 mm) entre 19h30 et
20h30 sont cohérentes avec celles mesurées a Kloten (16.9 mm). Elles sont cependant plus étalées dans le temps
que les précipitations mesurées 3 Kloten. Cela peut expliquer le fait que la pointe de crue des modéles soit
retardée et de plus faible magnitude que I'observation.

5.2.2.2. Evénement du 02.07.2019
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Figure 55 : Modéles hydrologiques & +30 min (gauche) et prévisions INCA (droite) - 02.07.2019 — Altbach-Kloten.

Le 02.07.2019, les modéles prédisent une pointe de débit de la bonne magnitude mais avec un retard de |'ordre
de 40 min. Les pluies cumulées & Kloten entre 1h40 et 2h50 sont de 41.6 mm contre 30.4 mm prédits par
INCA10min et 34.4 mm par INCA 30min. Le léger retard de INCA n'explique pas complétement le retard de la
pointe de crue des modéles. Il semble également que les modéles ne soient pas assez réactifs, c'est-a-dire que le
temps entre le moment ou la pluie tombe et celui ot I'eau arrive au point de mesure est surestimé.
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5.2.2.3. Evénement du 23.06.2021
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Figure 56 : Modéles hydrologiques a +30 min (gauche) et prévisions INCA (droite) - 23.06.2021 — Altbach-Kloten.

Le 23.06.2021, on remarque que INCA éprouve des difficultés a prédire |'événement orageux puisqu'a +30 min,
il ne prédit que 5 mm de pluie entre 21h30 et 22h40 contre 17.3 mm & +10 min et 23 mm mesurés a Kloten. A
nouveau, les modéles semblent trop peu réactifs : la montée n'est pas assez brutale et la pointe est en retard par
rapport aux observations.

5.2.2.4. Evénement du 28.06.2021
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Figure 57 : Modeéles hydrologiques a 430 min (gauche) et prévisions INCA (droite) - 28.06.2021 — Altbach-Kloten.

L'intensité de cette crue n'est pas du tout capturée. La quantité de pluie prédite par INCA+1omin (26.8 mm) est
pourtant significativement supérieure 3 la mesure (13.7 mm) et 3 INCA30min (8 mm). Le modéle semble &tre la
cause de cette crue manquée. En effet, la simulation de contréle n'est pas capable de simuler la crue et les
modéles de prévision ne font légérement mieux que grace a la grande quantité de pluie prédite par INCA+1omin.
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5.2.2.5. Evénements du 20.05.2019 et du 29.01.2021
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Figure 58 : Modéles hydrologiques a +30 min (gauche) et prévisions INCA (droite) - 20.05.2019
et 29.01.2021 — Altbach-Kloten.

Les 4 événements présentés précédemment sont dus & des orages trés intenses. Les crues du 20.05.2019 et du
29.01.2021 sont de nature différente. Le 20.05.2019 est une lente crue due a une longue pluie de faible 3 moyenne
intensité, alors que le 29.01.2021 est un événement de pluie sur neige. Ce type de crue est plus facile a prédire
car elles sont plus persistantes : la montée comme la décrue sont beaucoup plus lentes. On constate que les
modéles d'apprentissage automatique les prédisent bien.

Accessoirement, |'événement du 20.05.2019 illustre bien I'intérét de la mise a jour des conditions initiales du
modéle physique (voir 4.2.1.). En effet, la simulation de contréle n'est pas capable de prédire la crue contrairement
au modéle physique mis a jour.

5.2.2.6. Synthése de |'analyse d'événements

Toute la difficulté de la modélisation du bassin versant de I'Altbach réside dans le fait qu'il subit deux régimes
de crues distincts et qu'il est difficile d'avoir un modéle qui soit a la fois robuste pour les crues lentes et pour les
crues éclairs. Le score MAPE au-dessus de

Prévisions +30min
1 m3/s du modéle HYB2 est, par exemple, de #revents —MLP1 PF
15.7 % durant la période estivale (juin a "
90%
septembre), lorsque la plupart des orages
80%

violents ont lieu contre 5.9 % le reste de
I'année quand les crues sont plus lentes.

Au regard de |'analyse d'événements, il semble

MAPE 10 min

que les difficultés des modéles a prédire les
pointes de crues trés rapides aprés un orage

violent sont dues a deux causes principales : ok
INCA peine a prédire les orages de grande ov Mam B | BE | B | BE % 5 3 2
intensité 30 min en avance mais, surtout, les

Débit Altbach - Kloten Schaffhauserstrasse (m3/s)

modéles hydrologiques semblent trop peu

réactifs. En effet, méme lorsqu'INCA3omin  Figure 59 : Comparaison performances MAPE entre modele MLPI et
prédit correctement un orage, les modeéles ne PF — Altbach-Kloten +30 min.
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sont pas capables de prédire la croissance trés abrupte du débit durant I'événement. Le probléme est valable tant
pour le modéle physique que les modeles MLP. En témoigne le fait que méme en prévision parfaite les
performances de MLP1 ne sont pas améliorées (Figure 59).

La réponse du bassin versant de I'Altbach semble différente lors Date Pluie Kloten [mm/10 min]
. . . . . 28.06.2021 19:1 10.
de pluies de grande intensité. La Figure 60 montre les 6 pluies 8.06.2021 19:10 0.9
_ o ) _ 02.07.2019 01:50 10.6
les plus intenses mesurées a la station de Kloten, et parmi 23.06.2021 21:20 10.3
celles-ci, 5 (en gras) correspondantes aux 4 crues trés abruptes, 02.07.2019 02:30 9.9
mal prédites, décrites a la section 5.2.2. Une hypothése est que 19.08.2019 18:00 9.4
lors de forts orages, I'intensité des précipitations est supérieure 13.09.2018 19:50 9

a la capacité d'infiltration du sol. L'eau ruisselle par conséquent Figure 60 : 6 pluies les plus intenses sur 10 min
mesurées a Kloten entre septembre 2018 et

directement en direction de la riviére sans étre infiltrée.
septembre 2021.

Les faibles performances des modéles sur les hauts débits sont problématiques. Ce sont en effet les événements
majeurs critiques qui entrainent une potentielle évacuation de I'aéroport. Sur la base de ces observations, il a été
décidé de retravailler le modéle physique afin qu'il prenne en compte la variabilité de la capacité d'infiltration du
sol.

5.2.2.7. Problémes rencontrés par |'apprentissage automatique

On peut se questionner pourquoi le modéle MLP1, qui n'utilise pas le modéle RS en entrée n'est lui aussi pas
assez réactif. L'hypothése est la suivante : I'algorithme cherche & minimiser |'erreur carré moyenne (MSE) qui
est calculée pour chaque pas de temps. Les événements de crues éclair, de par leur durée trés courte ne
représentent qu’'une petite fraction des pas de temps considérés dans le calcul de la MSE. Comme le bassin
versant subi deux régimes de crues, I'algorithme a tendance a se focaliser sur les crues plus lentes qui lui permettra
d'obtenir un meilleur score global, tout en négligeant les crues plus rapides. Cette problématique est discutée de
maniére détaillée a la section 5.2.4.

5.2.3. Modifications du modéle physique

Les modifications du modéle physique ont été réalisées par Matthieu Rykner et sont décrites en détail dans son
rapport de projet de master. Par soucis de complétude, les modifications principales sont résumées ci-dessous.

Les buts des modifications sont (i) de mieux simuler la croissance trés abrupte des crues lors des orages de forte
pointes sont causées par des temps de concentration différents entre le sous-bas sin Avall (réponse trés rapide)
et I'amont de la station de Bassersdorf (Altbach et Lindauerbach, voir Figure 32) qui répond de maniére plus
lente et cause la deuxiéme pointe. Les modifications principales sont :

i. Le paramétre impermeable fraction du modéle RS est modifié en fonction de I'intensité de la pluie. Plus
les précipitations sont intenses, plus le sol est considéré comme imperméable. Cela permet de rendre le
modéle plus réactif.

ii. Le calage du modéle est différentié entre I'amont et I'aval de Bassersdorf.

iii. Des sections de riviéres sont ajoutées pour séparer les pointes provenant de I'amont et de I'aval de
Bassersdorf.

Comme il est d'usage, le nouveau modéle physique a été calé sur la simulation continue et montre de meilleures
performances que I'ancien modéle (voir projet Matthieu Rykner). La section qui suit a pour but d'évaluer les
performances de ce nouveau modéle en prévision (avec INCA), sur plusieurs horizons. Une comparaison est
effectuée avec le modéle initial (Benchmark).
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Prévisions a +30 min
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Figure 61 : Comparaison du modéle physique initial (PHY1 old en noir) et du modéle amélioré (PHY1 new en orange) pour
les 6 crues dépassant 5 m3/s — Altbach-Kloten +30 min.

Lorsque I'on compare I'ancien et le nouveau modéle physique pour une prévision & +30 min (Figure 61), on
distingue aisément |'effet des différentes modifications. Le nouveau modéle est bien plus réactif en début de crue
et est capable de prédire I'augmentation trés abrupte du débit (par exemple le 13.09.2018 et le 28.06.2021). Le
nouveau modéle semble aussi mieux coller a la forme générale bimodale des crues, en particulier lors de
I'événement du 13.09.2018. De plus, la prévision des crues plus lentes (20.05.2019 et 29.01.2021) ne semble pas
étre significativement dégradée. En revanche, I'événement du 23.06.2021 n'est pas vraiment amélioré par le
nouveau modéle mais, comme constaté précédemment (5.2.2.3), INCA+30 min sous-estime fortement |'intensité
des précipitations.

La contrepartie d'un modéle plus réactif est qu'il génére plus de fausses alarmes comme c'est le cas le 02.07.2019.
En fait, il semble que cette fausse alerte soit causée par la synchronisation des deux pointes de crue. En effet, le
nouveau modéle ne reproduit pas le comportement bimodal habituel.
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Figure 62 : Comparaison des performances HIT-FAR de I'ancien et du nouveau modéle physique — Altbach-Kloten +30 min.

L'amélioration des performances par le nouveau modeéle est particulierement flagrante en termes de HIT-FAR
(Figure 62). Les HIT sont améliorés pour toutes les gammes de débit sauf au-dessus de 9 m3/s, ou les deux
événements du 13.09.2018 et du 23.06.2021 sont sous-estimés en intensité. Les FAR, de leur c6té, sont légérement
augmentés. Cependant, le FAR de 1 au-dessus de 9 m3/s ne correspond qu'au seul événement du 02.07.20109.
Cet exemple pose la question de I'optimum entre HIT et FAR. En effet, un modéle qui a un taux de HIT plus
important aura en général tendance a créer plus de fausses alertes. Il convient donc de trouver le juste équilibre
en fonction des besoins liées au modéle. Comme notre étude cherche a améliorer les prévisions des crues de
grande magnitude, une augmentation du HIT apparait comme primordiale méme si cela génére en contrepartie
quelques fausses alertes.

5.2.3.2. Prévisions a +1h
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Figure 63 : Comparaison des performances HIT-FAR de I'ancien et du nouveau modéle physique — Altbach-Kloten +1h.
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En augmentant |'horizon de prévision, on est confronté aux erreurs de prévision d'INCA. Le HIT diminue et,
parallélement, le FAR augmente (Figure 63). En particulier, trois fausses alertes importantes ont lieu (Figure 64).
Si celle du 02.07.2019 est également une fausse alerte de I'ancien modéle, les deux autres (respectivement le
19.06.2021 et le 28.06.2021) ne sont de grande magnitude que pour PHYlnew. Surtout, les deux derniéres
prévoient des débits supérieurs au seuil critique d'évacuation de I'aéroport. Il est par conséquent important d'étre
conscient de cette faiblesse du nouveau modéle qui peut avoir tendance a générer d'importantes fausses alertes
lorsque INCA surestime I'intensité d'un orage. Si un événement majeur est annoncé 1h a |'avance, la confirmation

de sa prévision a un horizon inférieur semble nécessaire avant d'émettre une alarme.
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Figure 64 : lllustration des 3 événements de
Kloten +1h.

5.2.3.3. Prévisions de 430 min a +2h
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Figure 65 : Performances HIT-FAR du nouveau modéle physique selon I'horizon de prévision — Altbach-Kloten.
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Si I'on regarde |'évolution des HIT-FAR en fonction de I'horizon de prévision (Figure 65), on constate une chute
relativement linéaire du HIT et une augmentation du FAR qui sont dues aux erreurs de prévision d'INCA. La
dégradation du HIT semble cependant moins marquée que dans le cas de Lausanne. Cela s'explique certainement
par le fait que le bassin versant de I'Altbach est moins sensible a des erreurs de prévisions météorologiques. Ceci
est dii @ son imperméabilisation moins importante et a sa plus grande inertie.

5.2.4. Nouveau modéle hybride (HYB1 new)

Maintenant qu'un nouveau modeéle plus performant est développé, il s'agit de s'en servir en entrée d'un réseau
de neurones.
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Figure 66 : Performances MAPE de I'ancien (HYBI old) et du nouveau (HYB1 new) modéle hybride — Altbach-
Kloten +30 min.

On remarque que le nouveau modéle hybride (HYB1 new) obtient de moins bonnes performances que le modéle
physique pour des débits au-dessus de 5 m3/s. De plus, il ne semble pas &tre meilleur que I'ancien modéle hybride
(HYB1 old) qui utilise I'ancien modéle physique en entrée. En fait, cela est dii au probléme déja énoncé dans la
section 5.2.2.7. Lors de |'apprentissage, le réseau de neurones cherche a étre bon sur les événements plus lents
et les débits faibles qui lui donnent un meilleur score de fonction de perte. En compensation, il néglige les
événements trés abrupts, qui sortent de I'ordinaire et du schéma plus fréquent des crues de I'Altbach. Le réseau
MLP ne semble pas étre capable d’apprendre seul le processus complexe d’infiltration mis en place dans la version
modifiée du modéle physique.
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Si I'on observe les six événements habituels (Figure 67), cela permet de bien comprendre comment fonctionne le
MLP. Les pointes trés aigués obtenues en modifiant le modéle physique (p.ex. le 13.09.2018 ou le 28.06.2021)
sont lissées par le réseau de neurones. En regardant |'événement du 28.06.2021, on comprend bien que le MSE
global de HYB1 new est meilleur que celui de PHY1 new. Cependant, HYB1 new est largement moins bon sur
la pointe de crue. Ce comportement est particuliérement problématique car la pointe de crue est justement le
but principal de la modélisation. En revanche, sur les événements plus lents (20.05.2019 et 29.01.2021), on voit

que HYB1 new colle mieux & I'observation que PHY1 new.
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Figure 67 : Comportement des modéles PHY1 new et HYBI new sur une sélection d'événements — Altbach-Kloten 430 min
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Le HIT-FAR (Figure 68) est également un excellent moyen de comprendre le comportement du MLP. Le lissage
constaté sur les événements de la Figure 67 se traduit par une diminution du HIT et, parallélement, par une
diminution du FAR. Il est aussi intéressant de remarquer que HYB1 new a des HIT-FAR trés similaires a
HYB1 old, qui utilise le modéle physique benchmark (PHY1 old). Méme avec une donnée d'entrée de meilleure
qualité, le MLP est incapable de modéliser les crues de forte intensité.

HIT (Prévision +30min, Altbach-Schaffhauserstrasse) FAR (Prévision +30min, Altbach-Schaffhauserstrasse)

FAR

HIT

Nombre de dé

Débit [m3/s] Débit [m3/s]

# dépassement PHY1 new HYBlold ====HYB1 new # dépassement PHY1 new HYB1Old e HYB1 MSE

Figure 68 : Comparaison des performances HIT-FAR de PHY1 new, HYBI old et HYBI new - Altbach-Kloten +30 min

5.2.4.1. Pistes d'amélioration

Différents tests sont effectuées afin d’améliorer la performance du modéle hybride sur les pointes de crues. Le
premier consiste d ne sélectionner que les événements qui ont un comportement de type crues éclair, c'est-a-dire
une montée trés rapide du débit et une pointe aigué. Cependant, le comportement du MLP est similaire : comme
les décrues représentent un nombre de pas de temps bien supérieur aux pointes, le modéle MLP s'ajuste en
priorité aux décrues et néglige les pointes (Figure 69).
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Figure 69 : Comparaison du modéle physique (orange) et des modéles
hybrides, entrainés sur tous les événements (noir) et seulement sur les plus
abruptes (vert) sur une sélection d’événements - Altbach-Kloten +30 min
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Les autres méthodes testées se focalisent sur une modification de la fonction de perte. En effet, la problématique
principale découle du fait que I'erreur est calculée a chaque pas de temps de 10 min avec un poids similaire. Les
erreurs sur les pointes de crue ne pésent par conséquent pas suffisamment sur |'évaluation de la qualité du modéle.
Les approches testées sont les suivantes :

i. Ne calculer la fonction de perte que lorsque le débit observé dépasse un seuil (Qs)

N
~ 1 ~
€(0.0.0) = 5 ) @ -0
Qi>Qs
ii. Pondérer I'erreur par une fonction du débit observé

N
1 .,
c(0.0) = NZO £(@)* @ = Q)
iii. Pondérer I'erreur par une fonction du gradient du débit observé
N
~ 1 ~
= — ) % . —0)?
c(0.0) = N;f(AQz) @ -0
iv.  Une combinaison de (ii) et (iii)

N
~ 1 ~
€(0.Q) = 3 ) la* £(@) + (1= @) * F(AQ)] * (@: — 0)?
i=0

La fonction de perte pondérée par le débit observé (ii) est celle qui donne les résultats les plus intéressants. Son
effet peut étre observé a la Figure 70. Alors que le modéle hybride qui utilise le MSE comme fonction de perte
(HYB1 MSE Loss) améliore fortement le modéle physique uniquement sur les débits faibles, le modéle utilisant
la fonction de perte pondérée par le débit observé (HYB1 Weighted MSE) I'améliore de maniére relativement
constante et pour tous les débits supérieurs 8 1 m3/s. Toutefois, une analyse d'événement est nécessaire pour
évaluer le comportement de ce nouveau modéle.

Prévisions +30min
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Figure 70 : Performances MAPE des modéles hybrides avec le MSE comme fonction de perte (HYB1 MSE
Loss) et la fonction de perte pondérée par le débit observé (HYB1 Weighted MSE) - Altbach-Kloten +30 min.

60



Premier élément intéressant, HYB1 Weighted MSE n'a pas la méme tendance que HYB1 MSE Loss a écraser les
pointes de crues. Il est notamment trés performant sur les crues du 13.09.2018 et 28.06.2021 ou il surpasse
PHY1 new. A contrario, il a un comportement instable lorsque le débit est faible. On le distingue aisément sur
les événements du 06.08.2019 et du 29.05.2019 et avant le début de la crue du 23.06.2021. Comme |'erreur est
pondérée par le débit observé, le modéle obtient un bon score méme lorsqu'il simule mal les faibles débits. A
noter qu'il s'agit du probléme inverse de la fonction de perte classique qui, elle, néglige les hauts débits. Le
modéle idéal, qui serait bon sur les pointes de crue sans donner des débits aberrants en dehors, ne semble pas

pouvoir &tre obtenu a I'aide de I'architecture MLP.

12 . . . . 16 r r r . 12FT T T —
b 13.09.2018 ] 15k 02.07.2019 1 = 23.06.2021
Mesure 14} Mesure 1 Mesure
10 PHY1 new 1 sh PHY1 new ] 10F PHY1 new 1
sl HYB1 MSE Loss » HYB1 MSE Loss of HYB1 MSE Loss
HYB1 Weighted MSE 3 HYB1 Weighted MSE 7 HYB1 Weighted MSE
1nE E
10F E
z = 9F 1z
E E E
2 3 ]
o o o
1F T T ] ! H 1 22F T T T - \' T T T
|\ A
28.06.2021 4} 06.08.2019 A [\
10} 1 2} [\ [\
| Mesure Mesure [\ 1R
o I PHY1 new { 35} PHYlnew 2l ) I\ / ‘\\ ]
! HYB1 MSE Loss HYB1 MSE Loss ’ — ~r— £l
8r I HYB1 Weighted MSE sl HYB1 Weighted MSE Al
| 29.05.2019
L Mesure
14 J
z25f N 1 = PHY1 new
£ Ol “ E ., HYB1MSE Loss |
3 2l 1 \ 2 HYB1 Weighted MSE
o \ ) LA / 3
j \ \ .!\\\J ek 1
15F
0.8
T 06
051 0.4
oE ] 02— i i i i i El
0:00 6:00 12:00 10:00 11:00 12:00 13:00 14:.00 15:00 16:00

Figure 71 : Comparaison du comportement des modéles sur une sélection d'événements

Altbach +30min.
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Cette nouvelle fonction de perte est toutefois plutét prometteuse car elle permet d’améliorer les prévisions du
modéle physique lors des crues. En témoigne les scores de HIT-FAR (Figure 72) pour lesquels HYB1 Weighted
MSE surpasse PHY1 new pour les débits maximaux observées, tant en HIT qu'en FAR. La contrepartie est une
augmentation des FAR pour les faibles débits, due au comportement instable énoncé précédemment. Il est a
noter que tant le score MAPE (Figure 70) que les HIT-FAR (Figure 72) ne sont pas calculés pour des débits
inférieurs 3 1 m3/s. Or, c'est en dessous de ce seuil que le comportement de HYB1 Weighted MSE est le plus
instable.

HIT (Prévision a +30min, Altbach-Schaffhauserstrasse) FAR (Prévision a +30min, Altbach-Schaffhauserstrasse)

HIT
FAR

Nombre de déf

Débit Débit

passement PHY1new  emm=HYB1 MSE YB1 weighted MSE # dépassement PHY1new — em=HYB1 MSE HYB1 weighted MSE

Figure 72 : Performances HIT-FAR des modéles PHY1 et HYB1 avec les fonctions de perte MSE et Weighted MSE.
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5.2.5. Sélection étendue d'événements
Une critique que l'on peut faire sur la sélection d'événements est qu'elle se base uniquement sur les crues

observées. Par conséquent, certains orages annoncés par INCA ne figurent pas dans la sélection, soit parce qu'ils
ne générent pas de crue importante, soit parce que |'orage n'a pas lieu ou soit car son intensité est réduite
(fausses alertes de INCA). Afin d'avoir une idée de I'impact de cette sélection sur les scores FAR, les prévisions
PHY1 new sont effectuées sur une sélection étendue d'événements. Ces derniers sont choisis a partir des plus

hautes pluies mesurées par CPCH.
La Figure 73 montre le FAR de PHY1 new sur la liste d’événement initiale et sur la liste étendue. De maniére

peu surprenante, les FAR augmentent pour la sélection étendue sur tous les horizons de prévision. Plus I'horizon
de prévision est long, plus I'augmentation du nombre de FAR est importante. Par contre, aucune des fausses

alertes supplémentaire ne peut étre qualifiée de majeure étant donné qu’elles restent dans tous les cas inférieures
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Figure 73 : Comparaison des performances FAR du modéle physique sur la sélection d'événement initiale (orange) et

étendue (bleu).
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5.3. Leysse — Tremblay

Des modéles MLP sont entrainés sur le bassin versant de la Leysse avec des prévisions COSMO, un pas de temps
horaire et sur des horizons de +24h et +3h. Comme ces modéles s'écartent du projet Radar4Infra, ils ne sont
pas reportés dans la partie principale du rapport. Les résultats étant toutefois intéressants, ils sont reportés en
annexes C.

5.3.1. Prévisions a +1h

Prévisions +1h
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Figure 74 : Performances MAPE et critére de persistance des modéles - Leysse Tremblay +1h.
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Figure 75 : lllustration du bon comportement du
modeéle de persistance & +1h — Leysse- Tremblay.

64



HIT

0.2

01

# dépassements

HIT (Prévision a +1h, Leysse-Tremblay)

20 25 30 40 50 60 75
Débit [m3/s]

Perslh s==MLP]1 s PHY1

125

150

40

35

30

25

20

PHY2 emmmmmHYB] e HYB2

Nombre de dépassements

FAR

FAR (Prévision a +1h, Leysse-Tremblay)

Débit [m3/s]

# dépassements

Perslh  ==w=VLP] ==w=PHY] e—pPHY2 e—HYB1

40

30

——HYB2

Nombre de dépassements

Figure 76 : Performances HIT-FAR des modéles - Leysse-Tremblay +1h. Tolérance de 10 %, pas de tolérance temporelle.

L'indicateur HIT (Figure 76) n'est pas trés pertinent pour ce cours d'eau et cet horizon de prévision. En effet,
de par la composante persistante des crues, tous les modéles obtiennent d'excellents scores de HIT, méme sans
tolérance temporelle. Il permet par contre de discriminer le modéle de persistance qui a par définition 1h de retard
et n'est donc pas bon en HIT. Cela montre |'intérét d'évaluer les modéles a I'aide de plusieurs indicateurs. Le
FAR permet de se rendre compte que le modéle physique filtré a une propension plus grande a générer des fausses
alertes. Ce comportement, aussi constaté sur les bassins versants du Flon et de I'Altbach, n'est pas étonnant de
par la construction du filtre qui cherche toujours a extrapoler une croissance de la crue. Cependant, contrairement
aux deux autres bassins versants, les crues plus lentes de la Leysse font que le filtre ne crée pas des fausses alertes
autant importantes (Figure 77). De plus, l'insertion de PHY2 dans le modéle de réseau de neurones (HYB2)
permet de diminuer drastiquement les fausses alertes (Figure 76). En finalité, SplinesForFlood permet d'obtenir

un modéle hybride ayant des meilleures performances a +1h qu'avec le modéle physique non-filtré.
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Figure 77 : Exemples du comportement du filtre SplinesForFlood sur une sélection de 3 événements - Leysse-Tremblay.
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En observant quelques événements de crues (Figure 78), on remarque que le modéle hybride est globalement plus
proche de la mesure que les autres modéles. On constate que MLP1 a une tendance plus marquée a persister et
par conséquent est souvent proche de PERS1h. Ce comportement est particuliérement marquée lors de la phase
de croissance de la crue et peut étre observé sur tous les événements : MLP1 est toujours plus proche de PERS1h

lors de la montée que HYBL1. Des observations similaires sont faites sur les modéles COSMO a +3h (voir
annexes C).
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Figure 78 : Comportement des modeéles PERS1h, MLPI1, PHY1 et HYBI sur une sélection d'événements - Leysse- Tremblay
+1h.
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5.3.2. Prévisions a +2h
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Figure 79 : Performances MAPE et critére de persistance des modéles a +2h - Leysse Tremblay.

Pour un horizon de prévision de +2h, le modéle de persistance devient moins performant et est plus facilement

battu par les autres modéles. Ce sont toujours les modéles hybrides qui obtiennent les meilleures performances.

En particulier, HYB3 et HYB4, qui utilisent en entrée les prévisions de HYB2 +1h, sont meilleurs que |'ensemble

des autres modéles.

De plus, on remarque que PHY2 est moins
bon que PHY1 au-dessus de 70 m3/s et
similairement HYB1 est meilleur que HYB2
pour les débits les plus élevés. Le filtre
semble par conséquent devenir moins
intéressant. Ce comportement parait logique
car 3 mesure que |'horizon de prévision
la derniéere

du

augmente, on s'éloigne de

observation  disponible et donc

raccordement effectué par le filtre.

Si I'on observe le comportement des modéles
sur les 2 événements de la Figure 80, on
remarque que tous les modéles de réseaux
de neurones sont en retard et persistent. Sur
I'événement du 29.12.2021 on constate que
HYB3 est celui qui persiste le moins.
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Figure 80 : Comportement des modéles PERS1h, MLP1, PHY1 et HYBI1 sur une
sélection d'événements - Leysse-Tremblay +2h.
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5.3.3. Synthése prévisions +1h a +6h

Les modeles sont également entrainés & +3h et +6h. Les résultats étant relativement similaires a I'horizon de

+2h, ils sont reportés en annexes B. Une comparaison des différents horizons est toutefois effectuée ci-dessous.
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Figure 81 : Evolution des performances MAPE et critére de persistance des différents modéles en fonction de
I'horizon de prévision — Leysse-Tremblay.

La Figure 81 permet de se rendre compte de |'évolution des indicateurs MAPE et critére de persistance selon le

modéle d'apprentissage automatique et I'horizon de prévision. Cela permet de tirer les conclusions suivantes :

e Les modeéles hybrides ont de meilleures performances que MLP1, quel que soit I'horizon de prévision et

I'indicateur.

e L'utilisation comme donnée d'entrée des prévisions émises par des modéles entrainés a des horizons
inférieurs (HYB3 et HYB4) permet d'obtenir les meilleures performances.

e Le filtre SplinesForFlood est particuliérement intéressant pour les courts horizons de prévision. A mesure

que l'on s'éloigne de I'observation, |'extrapolation perd en précision et le modéle filtré perd en

performance.

e La perte de performance est relativement linéaire avec I'horizon de prévision. Comme le montre

également la Figure 97 en annexe B.
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5.3.4. Reconstruction des ensembles de prévisions

La démarche utilisée pour reconstruire un ensemble de prévisions a partir des prévisions continues est décrite a
la section 4.8. Le résultat de cette opération est illustré a la Figure 82.

20— v . . . e 85 T T
Ve | 125
1/ L - 120
sl 80
115 F
sk 110
60k 105
22.12.2018 24.12.2019 02.03.2020
0} 100
iy 9
Mesure Mesure e Mesure
MLP1 e MLP1 MLP1
50} 85
HYB2 HYB2
60} sk
gast g 2 5k
c £55 £ mf
Saof s & o}
50} 60 F
st ssh
a5} 50

30+

255G

20

254

1 ] > » 1 1 1 1 1 1 1 - 1 1 1 1 ' 1 1 1
20:00 22:00 0:00 2:00 4:00 6:00 13:00 14:00 15:00 16:00 17:00 18:00 19:00 20:00 21:00 22:00 14:00 15:00 16:00 17:00 18:00 19:00 20:00 21:00 22:00

Figure 82 : lllustration de la reconstruction d'un ensemble de prévision a partir des modéles MLP1 1h et HYB2 1h.

L'un des intéréts de la reconstruction des ensembles de prévisions est de pouvoir évaluer les performances d'un
modéle entrainé a +t, sur un horizon de prévision inférieur (5.3.4.1).

5.3.4.1. Evaluation des modéles sur un autre horizon de prévision

Une premiére analyse permise par la reconstruction des ensembles de prévision est d'évaluer 3 +30 min les
modéles entrainés a +1h (Figure 83).

Comme le filtre SplinesForFlood est appliqué pour reconstruire I'ensemble de prévision, cela a pour effet de
diminuer les écarts entre les différents modéles de réseaux de neurones. Ainsi MLP1, HYB1 et HYB2 ont des
performances proches a3 +30 min. On remarque que ces trois modéles sont meilleurs que PHY2 ainsi que la
persistance sur les plus faibles débits. Comme énoncé précédemment, pour de courts horizons de prévision, la
persistance est un bon modéle de la Leysse.

Similairement, on peut comparer la performance des modéles entrainés a +2h et ceux entrainés & +1h pour une
prévision & +1h (Figure 84). Cela permet d'apprécier I'intérét d’entrainer des modéles sur plusieurs horizons pour
obtenir de bonnes performances. En effet, le modéle entrainé a +1h est largement plus performant que celui qui
est entrainé & +2h et dont les prévisions & 1h sont reconstruites. Il apparait par conséquent nécessaire de
développer des modeéles MLP différents pour chaque horizon de prévision d'intérét.
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Prévisions +30min
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Figure 83 : Performances MAPE et critére de persistance & +30 min des modéles entrainés & +1h - Leysse- Tremblay.
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Figure 84 : Performances MAPE du modéle HYB2 entrainé a 1h et 2h, évaluées a +1h - Leysse-Tremblay.
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5.4. Collecteur Est - Emosson
5.4.1. Preévisions a +1h
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2737 2380 2156 2050 1822 1613 1438 1195 852 511 261 133 40
0% 0
2 4 6 8 10 12 14 16 18 20 22 24 26

Débit Collecteur Est (m3/s)

Critére de persistance

MLPpers | MLP1  PHY1 PHY2 HYB1 HYB2
0.51 049 | -0.16 | 0.40 0.60 0.60

Figure 85 : Performances MAPE et critére de persistance des modéles 3 +1h - Emosson - Collecteur-Est.

Comme dans le cas de la Leysse & Chambéry, la persistance 1h est une bonne approximation du débit au
collecteur-Est & Emosson, avec un MAPE de seulement 6 % au-dessus de 2 m3/s. On remarque également que
le filtre SplinesForFlood permet une amélioration significative des performances du modéle physique (PHY2 est
meilleur que PHY1). Comme mentionné plus haut dans ce rapport, le filtre est particuliérement intéressant
lorsque les événements de crue sont lents et pour des horizons courts. Concernant les modéles de réseaux de
neurones, leurs performances sont relativement similaires, méme si légérement meilleures pour les modéles
hybrides. Il est intéressant d'observer que MLPpers obtient d'excellentes performances, équivalentes, si ce n'est
meilleures que MLP1. Ce comportement s'explique par le temps de réponse élevé du bassin versant et I'influence
glaciaire. En effet, le débit dans une heure est en grande partie dicté par de I'eau qui est déja tombée (pluie,
neige ou glace). La prévision ne semble par conséquent pas nécessaire pour obtenir un bon modéle a +1h. Ce
bassin versant est trop peu réactif pour qu'INCA apporte une réelle plus-value dans la prévision du débit a court-
terme. Ceci est confirmé par le fait que les modéles de prévisions parfaites ne sont pas meilleurs que les modéles
de prévisions réelles (Figure 86).
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Prévisions +1h
Nb events ——PHY1 ——MLP1 ---PFCPCH ---PFMLP
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Figure 86 : Performances MAPE des modéles MLP1 et PHY1 et de leur équivalent en prévision parfaite,
respectivement PF MLP et PF CPCH — Emosson-Collecteur Est +1h .

5.4.2. Prévisions +1h a 4+3h

D’autres modéles sont développés & +2h et +3h au
Collecteur-Est. Les résultats étant passablement similaires,
ils sont présentés en annexes B. Les conclusions principales
peuvent étre tirées a I'aide de la Figure 87. A mesure que
I'horizon augmente, MLP1 devient meilleur que MLPpers,
indiquant que la prévision de pluie commence a prendre
une certaine importance pour la prévision de débit.
Similairement, les modéles de prévisions parfaites
s'écartent des modéles de prévision réelle, d'une part car
la prévision gagne en importance et d'autre part car elle
se dégrade. Cependant, dans tous les cas, le temps de
réaction élevé du bassin versant et la contribution de la
fonte glaciére au débit font que la prévision INCA
n'améliore que faiblement les modéles.
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6. Discussion

6.1. Syntheése des résultats

6.1.1. Observations générales

L'utilisation de I'apprentissage automatique et en particulier I'approche hybride permet d'améliorer
significativement la prévision de crues 3 +30 min du Flon au Capelard. Par rapport au modéle physique, le modéle
hybride améliore les prédictions de I'ordre de 15 a 20 % en MAPE et de 0.18 en critére de persistance. Cette
approche hybride permet surtout d'augmenter le HIT tout en diminuant les fausses alertes. Les prévisions de
débits a des horizons plus grands sont, par contre, fortement limitées par la qualité des prévisions météorologiques.

Le cas de I'Altbach permet de mettre en lumiére certaines faiblesses des modéles MLP pour des riviéres au
comportement fortement non-linéaire. En effet, |'hydrologie complexe de ce bassin versant conduit a un régime
de crues particulier, tantdt trés réactives et tantét beaucoup plus lentes. Lors d'événements orageux intenses, le
modéle hybride a tendance a lisser les pointes de crues. Ceci s'explique par I'algorithme d'apprentissage des MLP.
En particulier, la fonction de perte est minimisée sur I'ensemble du jeu de donnée, donnant un poids faible aux
crues trés courtes et intenses. Diverses méthodes sont testées pour modifier la fonction de perte et donner un
poids plus important aux événements critiques. L'approche pondérant la fonction de perte par le débit observé
donne des résultats encourageants et permet une amélioration de la prévision de débit du modéle physique lors
des crues. Toutefois, le comportement de ce modéle est instable en dehors des crues et il tend a plafonner a des
débits trop élevés. Ces observations mettent en évidence la difficulté d'obtenir un modéle qui soit a la fois robuste
pendant et en dehors des événements de crues intenses. Une approche multi-modéle semble &tre un axe de travail
intéressant pour ce de cas d'étude (voir 6.2). Parallélement, ce projet a permis de souligner certaines lacunes du
modéle physique initialement développé sur I'Altbach. Ces observations ont engendré une adaptation du modéle
Routing System qui capture mieux la forme des crues lors d'orages intenses. Comme pour le cas du Flon, le
manque de précision des prévisions INCA au-dela de 30 min limite les performances des modéles hydrologiques.

Sur la Leysse 8 Chambeéry, les modéles hybrides permettent une amélioration importante de la prévision de débit
des modéles physiques. L'approche qui consiste a construire des modéles MLP sur plusieurs horizons et a utiliser
la sortie des modéles aux horizons courts comme entrée des modéles aux horizons plus longs donne de bons
résultats. De plus, il apparait que le meilleur moyen d'avoir des bonnes performances sur un horizon de prévision
est d'entrainer un modéle spécifiquement pour cet horizon, et non de filtrer un modéle entrainé sur un horizon
plus lointain.

Finalement, les analyses démontrent que le bassin versant du Collecteur-Est 8 Emosson a un temps de réponse
trop important pour que les prévisions radar permettent une réelle amélioration de la performance des modéles
hydrologiques de prévision a court terme. En effet, le débit des 3 prochaines heures est en grande partie influencé
par de I'eau (pluie, neige ou glace) déja tombée. A ce titre, des modéles n'utilisant que des mesures obtiennent
des performances proches des modéles utilisant des prévisions.
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6.1.2. Réseaux de neurones — MLP

La modélisation de la fonction pluie-débit a I'aide de réseaux de type MLP a court horizon de prévision montre
des résultats encourageants. Cependant, elle n'est vraiment intéressante que lorsqu’elle est combinée au modéle
physique RS. A ce titre, le MLP est utilisé pour dé-biaiser le modéle physique plutét que pour réellement modéliser
la relation pluie-débit : il sert donc de post-traitement. La méthode est particuliérement efficace pour le bassin-
versant trés réactif de Lausanne, ou, de par l'urbanisation importante, la relation pluie-débit est relativement
linéaire. Des limites sont par contre constatées lorsqu’il s'agit de modéliser le régime de crues plus complexe de
I'Altbach. En général, les modeles hybrides sont toujours meilleurs que le modéle physique ou le MLP seul mais
|'amélioration ne se situe pas toujours & I'endroit souhaité, c'est-a-dire sur les pointes de crue. Il n'est pas a
exclure que d’autres architectures de réseaux neuronaux soient plus performantes pour ce genre de tache.

Malgré le nombre important d'hyper-paramétres qui peuvent &tre ajustées dans I'architecture du modéle (nombre
de neurones cachés, nombre de couches de neurones cachés, type de fonction d’activation, taux d'apprentissage,
etc.), I'élement qui influence le plus significativement les performances est la donnée d'entrée. Un mauvais modéle
ne deviendra pas bon en changeant la configuration du réseau de neurones mais peut le devenir en fournissant
une meilleure donnée d'entrée.

Pour des horizons de prévision longs, |"approche séquence & séquence, qui consiste a fournir en entrée de réseaux
MLP les prédictions d'autres réseaux MLP entrainés a des horizons inférieurs permet d'obtenir des modéles plus
performants.

6.1.3. Prévisions météorologiques

Une amélioration des prévisions a court-terme sur des bassins versants trés réactifs et propices aux crues éclair
passe nécessairement par une amélioration des prévisions météorologiques. La difficulté ne réside pas dans la
capacité des modéles & prédire des situations orageuses mais plutét dans leur capacité a prédire leur localisation,
leur temporalité et leur magnitude exactes. Les modéles hydrologiques sur de petits bassins versants sont
notamment trés sensibles a la position des orages. Un faible écart de localisation entre la prévision et la réalité
peut résulter en une erreur de prévision de débit trés importante. Ce travail est notamment rendu difficile par la
complexité de la modélisation des phénoménes de formation et destruction des cellules orageuses. L'utilisation
d’ensembles de prévisions météorologiques est un axe de travail prometteur (voir 6.2).

6.1.4. Filtre SplinesForFlood

Le filtre SplinesForFlood est particuliérement intéressant pour les crues lentes, telles que I'on peut observer sur
la Leysse ou a Emosson. Le raccordement & la mesure effectuée par le filtre permet notamment d'améliorer
significativement les performances a +1h au Collecteur-Est. En effet, le MAPE au-dessus de 2 m3/s passe de
7.3 % pour le modéle non-filtré 3 4.5 % pour le modéle filtré. A mesure que I'horizon de prévision croit, et par
conséquent que |I'on s'éloigne du raccordement a la mesure, les performances des modéles filtrés s'approchent de
celles des modéles non-filtrés et sont parfois surpassées.

L'utilisation du modéle physique filtré en entrée de modéles de réseaux de neurones est intéressante. En effet, les
fausses alertes générées par le filtre sont compensées par le MLP comme observé sur la Leysse a +1h (Figure 76,
section 5.3.1).

En revanche, pour les bassins versants plus réactifs et les crues rapides, SplinesForFlood engendre d'importantes
fausses alertes causées par la croissance abrupte du débit. Il n'est par conséquent pas adéquat pour ce type de
sites.
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6.2. Axe de travail : approche ensembliste ou multi-modeles

L'incertitude est un élément central de la prévision des crues. Celle-ci se manifeste tant au niveau de la prévision
météorologique que de la transformation pluie-débit. L'approche ensembliste cherche a tirer profit de la variance
de différents modéles pour générer un systéme d'alarme plus robuste. Elle est relativement bien démocratisée en
météorologie. Un ensemble de prévisions météorologiques ne génére pas un seul mais tout un échantillon
représentatif des états futurs de |'atmosphére. Ceux-ci sont les résultats d'une perturbation du modéle et de |'état
initial du systéme. Outre le fait que plusieurs états soient modélisés, I'incertitude peut également étre quantifiée
grace aux différents ensembles.

Similairement, la création d’'un ensemble de prévisions hydrologiques est envisageable. L'apprentissage
automatique offre a ce titre une large palette de possibilités pour générer des ensembles. On peut notamment
faire varier [l'initialisation des poids du modéle (2.5), les hyper-paramétres (nombre de neurones, taux
d’apprentissage, fonction de codt, fonction d'activation,...), ou simplement les données d’entrées, comme par
exemple utiliser différents membres d’ensembles de prévisions météorologiques. Différents modéles, plus ou moins
performants selon les situations peuvent ainsi étre créés.

L’'agrégation, ou la fusion des différents ensembles "7 AT
de modéles hydrologiques est ensuite une étape ¢ e
nécessaire pour rendre I'information plus facile a @ @
appréhender. |l est en effet difficile de prendre des : @ :
décisions ou d'émettre des alertes sur la base d'une Py : | :
multitude de modéles. Pour ce faire, une des (¥ 7
approche envisageable est d'utiliser un modéle MLP ’ o Y ‘ :
supérieur (ou super-modéle) [76]. La tache du : : 4
super-modéle est d'effectuer le travail de fusion des
ensembles. Pour cela, il recoit les sorties, et donc
les prévisions de débit des différents ensembles. De N : : :
plus, il recoit les derniéres données disponibles ®00: m ) T Super model .
(mesures ou prévisions) dont le réle est de donner : @ : '

un contexte sur lequel le super-modéle pourra baser teeneen

la fusion. L'idée est que le super-modéle est capable

de donner un poids p|us important aux modéles qui Figure 88 : Schéma illustratif du modéle de prévision d'ensembles.
Le modéle supérieur recoit les sorties d'un ensemble de modéles
ainsi que les derniéres données disponibles (contexte) afin de
fusionner les prévisions (source : Johann Franziskakis).

performent bien selon le contexte. Il serait ainsi
capable d'exploiter les forces de chacun des
membres de |'ensemble.

Cette approche est testée pour les prévisions a +30min du débit de I'Altbach (Figure 89). Deux membres
d’ensemble, tous deux hybrides sont utilisés. Il s’agit du modéle entrainé avec la fonction de perte classique
(HYB1 MSE) et du modéle entrainé avec la fonction de perte pondérée par le débit observé
(HYB1 Weighted MSE). Le premier cité performe bien lors des crues lentes et quand le débit est faible alors que
le second simule bien les crues éclair mais n’est pas adapté aux faibles débits. Les résultats sont intéressants : on
constate que le super-modéle surpasse HYB1 MSE quel que soit le débit. Ses performances sur les crues principales
sont cependant moins bonnes que PHY1 et HYB1 Weighted MSE, mais, contrairement a ce dernier, il ne produit
pas des débits aberrants en dehors des crues.
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Bien que sommaire, cette analyse montre le potentiel d'une approche multi-modéle et présente un axe de travail
intéressant pour la suite du projet RadardInfra. Le méme test est effectué pour la prévision 3 +30 min du débit
du Flon avec des résultats similaires (Annexes B, Figure 94).

Prévisions +30min

#events —PHY1 —HYB1 MSE —HYB1 weighted MSE —Supermodel
80% 1800
70% 1600
£0% 1400
1200
= 50%
= 1000
o
o 40%
% 800
30%
600
20%
400
10% 200
1660 762 389 214 116 36 13 5 3 2
0% 0
1 2 3 4 5 6 7 8 9 10

Débit Altbach - Kloten Schaffhauserstrasse (m3/s)

Figure 89 : Performances MAPE du super-modéle, des deux sous-modeéles (HYB1 MSE et HYB1 Weighted
MSE) et de PHY1 - Altbach-Kloten +30 min.
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6.3. Limites de |'étude

Comme tout travail de recherche dans un domaine aussi complexe, cette étude présente ses limites. Il est
particuliérement important d’'en avoir conscience. La premiére, et la plus évidente, est que les données a
disposition et par conséquent le nombre d'événements de crues sont limités. En effet, les prévisions INCA a
disposition d'Hydrique débutent en aolt 2018. Il en résulte deux problémes principaux : les données
d'apprentissage sont limitées et les événements A disposition ne sont pas représentatifs de toutes les crues qui
peuvent avoir lieu sur les bassins versants d'intérét. On pense notamment aux crues de temps de retour élevé,
absentes du jeu de donnée. A titre d'exemple, I'inondation du centre-ville de Lausanne le 11 juin 2018 a eu lieu
avant les premiéres prévisions INCA a disposition. De la méme maniére, pour le cas de I'Altbach & Kloten, seuls
4 événements de crue éclair dépassent 5 m3/s, loin des 20 m3/s définis comme seuil critique. Il faut aussi
mentionner que les prévisions INCA ne sont pas homogénes tout au long de la période d'intérét avec la mise en
service de Nowprecip en 2019, mais |'effet de cette évolution semble faible.

Un biais de sélection des événements est également a souligner. Ceux-ci sont en effet choisis sur la base de crues
observées. Par conséquent, les éventuelles fausses alertes d'INCA qui n'ont pas résulté en une crue ne font pas
partie de la sélection. Les fausses alertes générées par les modéles hydrologiques et présentés dans la section
« 5. Résultats » sont avec certitude sous-estimées par rapport aux FAR réels que généreraient les modéles s'ils
étaient opérationnalisés en continu. Une analyse sur une sélection étendue d'événements réalisée pour le cas de
I'Altbach (5.2.5) n'a pas montré I'émergence de FAR majeurs en dehors de la sélection. Cependant, ceci n’est
pas a exclure, tant pour |'Altbach que pour un autre cours d'eau.

Il existe une différence fondamentale d’échelle entre les prévisions INCA, qui cherchent a avoir de bonnes
performances globales a I'échelle de la Suisse et les besoins trés locaux des modéles hydrologiques. Par exemple,
un orage qui est prédit en bonne intensité par INCA mais décalé de quelques kilométres par rapport a la réalité
peu potentiellement manquer le bassin versant et donc résulter en une incapacité du modéle a prédire la pointe
de crue. Dans son analyse des événements orageux du 4 juin 20222 , MétéoSuisse fait état : « On a beau avoir
tous les ingrédients pour des orages violents, il est impossible de déterminer exactement ol et quand un orage
arrivera plus d'une heure a |'avance. ». L'usage d'ensembles de prévisions météorologiques, et, par effet rebond,
d'ensembles de prévisions hydrologiques apparait comme une bonne solution pour mitiger ces effets et fournir
des alertes utilisables.

*https:/ /www.meteosuisse.ad min.ch/home/actualite/meteosuisse-
blog.subpage.html/fr/data/blogs/2022/6 /trajectoire-d _une-cellule-orageuse---la-difficulte.html
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7. Conclusion

La prévision des crues dues aux orages violents est un enjeu particuliérement important dans les petits bassins
versants propices aux crues éclair. Ces événements soudains et trés intenses engendrent des pertes humaines et
économiques de grande envergure. Une meilleure anticipation de ce phénomeéne est nécessaire pour en mitiger les
impacts. Dans ce projet, des modéles hydrologiques de prévision a& court terme, basés sur |'apprentissage
automatique (Multi-Layer Perceptron — MLP) et utilisant des prévisions météorologiques dérivées d'observations
radar (INCA) sont développés. Les objectifs poursuivis sont d'évaluer la plus-value apportée par les prévisions
radar ainsi que le potentiel de |'apprentissage automatique pour modéliser la relation entre pluie et débit & court
horizon de prévision.

L'utilisation des prévisions INCA est surtout intéressante pour les bassins versants ayant des temps de
concentration trés courts, de I'ordre de quelques dizaines de minutes. En effet, sur ce genre de sites, le débit dans
un horizon de 30 min a 1h est fortement influencé par des précipitations futures. La prévision météorologique est
dés lors essentielle pour anticiper I'état futur du cours d'eau. En revanche, sa précision n'est pas suffisante pour
prévoir la localisation et I'intensité exacte des orages au-deld de 30 a 60 min. En conséquence, une prévision
correcte des crues éclair sur ce genre de bassins versants se trouve limitée a des horizons inférieurs a 1h. Pour
des bassins versants au temps de concentration supérieur 3 1h, I'intérét de la prévision météorologique est réduit
car, d’une part, le débit dans moins d'une heure est principalement causé par de I'eau qui est déja tombée et,
d'autre part, la prévision de débit & des horizons plus longs est limitée par la dégradation des prévisions de
précipitations. Pour résumer, |'utilisation de INCA est particuliérement avantageuse pour la prévision de débit a
trés court terme (maximum 1h) sur des bassins versants trés réactifs.

L'apprentissage automatique se montre particuliérement performant en approche hybride, c'est-a-dire lorsqu'il
est utilisé pour dé-biaiser les prévisions d'un modéle hydrologique physique (Routing System). En effet, les
modéles hybrides se montrent toujours plus performants que les modéles n'utilisant que |'apprentissage
automatique. lls sont également, de maniére générale, meilleures que les modéles physiques dont ils se servent.
Cependant, des limites sont constatées sur un cours d'eau au régime fortement non-linéaire. Les pointes de crues
extrémes ont tendance a &tre lissées par le réseau de neurones. Cet effet est causé par la méthode d’apprentissage.
Une modification de I'algorithme permet d'obtenir de meilleures performances sur les crues, au dépend des
performances globales. Un modéle idéal, performant en toute situation ne peut pas étre obtenu.

Ce projet a permis de mettre en avant le défi que représente la prévision des crues éclairs. L'incertitude
météorologique, due au comportement chaotique des cellules orageuses, s'additionne a I'incertitude hydrologique,
rendant le processus de modélisation particuliérement complexe. Une amélioration des prévisions passe
probablement par une approche multi-modéle qui permet de générer une multitude d'états futurs possibles du
cours d'eau. Un systéme d’alerte plus robuste, basé sur les différentes évolutions probables du débit, pourrait
ainsi étre mis en place. Il ne faut également pas occulter le fait que I'amélioration des systémes des prévisions
n'est pas le seul levier pour mitiger les risques. Cela va de pair avec une détection des zones a risque et un
aménagement réfléchi du territoire. L'objectif final est de limiter un maximum les dégits humains et matériels
causés par des événements similaires a celui de juin 2021 a Cressier.
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Annexes A — Exemples de crues

Pour chaque site d'étude, 8 crues de grandes intensités et représentatives du comportement général sont illustrées.
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Figure 90 : Sélection de crues du Flon au Capelard.




Altbach — Schaffhauserstrasse
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Figure 91 : Sélection de crues de I'Altbach a la Schauffhauserstrasse.




Leysse - Tremblay
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Figure 92 : Sélection de crues de la Leysse & Tremblay.
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Figure 93 : Sélection de crues au Collecteur-Est.



Annexe B — Résultats additionnels

Dans cette section sont présentées des résultats additionnels sur les sites de Lausanne (super-modéle +30 min),
de La Leysse (+3h et 4+6h) et d'Emosson (+2h et +3h).

Flon-Capelard

Super-modéle — prévisions & +30 min
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Figure 94 : Performances MAPE du super-modéle et des sous-modéles - Flon-Capelard 30 min.

Comme dans le cas de I'Altbach, le super-modéle permet de surpasser HYB1 MSE quel que soit le débit. Il n'est
pas meilleur que HYB1 weighted MSE lorsque le débit est élevé mais & des prédictions beaucoup plus réalistes
lorsque le débit est faible.
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Leysse-Tremblay — prévisions INCA
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Figure 95 : Performances MAPE et critére de persistance des modéles 3 +3h - Leysse Tremblay
A +3h, les meilleurs modéles sont HYB3 et HYB4 qui utilisent I'information des modéles hybrides a +1h et +2h

comme variables d'entrée. PHY1 et PHY2 ont des performances relativement similaires pour les débits au-dessus
de 60 m3/s. Le raccordement a la mesure étant relativement éloigné, le filtre devient moins intéressant.
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Prévisions a 4+6h
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Figure 96 : Performances MAPE et critére de persistance des modéles a +6h - Leysse-Chambéry

A +6h, les difféerents modéles RNA sont plus proches les uns des autres qu'a des horizons inférieurs. HYB3 et
HYB4 restent toutefois les modeéles ayant les meilleures performances.

89



Pertes de performance avec I'horizon
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Figure 97 : Score MAPE du meilleur modéle pour chaque horizon de prévision - Leysse Tremblay

La perte de performance est relativement linéaire & mesure que I’horizon de prévision croit.
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Emosson Collecteur-Est
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Figure 98 : Performances MAPE et critére de persistance des modéles & +2h - Emosson Collecteur-Est.

Les mémes observations peuvent étre faites 8 +2h qu'a +1h. MLPpers est trés proche de MLP1, indiquant que
la prévision INCA n'ajoute pratiquement aucune plus-value au modéle hydrologique. HYB3 permet d'étre un peu
meilleur mais la différence avec MLPpers n'est que de I'ordre de 1% de MAPE.
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Nb events PERS3h MLPpers —PHY1 —MLP1 —HYB1 —HYB2 —HYB3

17% 2500
15%
2000
13%
£ 1% 1500
g ]
i
w
< 9%
s 1000
7%
500
5%
3% 2377 2084 1899 1799 1594 1433 1297 1120 823 510 261 133 40 o
o
2 4 6 8 10 12 14 16 18 20 22 24 26

Débit Collecteur Est (m3/s)

Critére de persistance

MLPpers  MLP1 PHY1 HYB1 HYB2 HYB3
0.52 057 052 065 065 0.66

Figure 99 : Performances MAPE et critére de persistance des modéles a +3h - Emosson Collecteur-Est.

A +3h, MLP1 commence a obtenir de meilleurs scores que MLPpers. La prévision de précipitation est nécessaire
a cet horizon car le débit est en partie influencé par de 'eau qui n'est pas encore tombée a |'instant ou la
prévision est effectuée. Les modéles hybrides sont a nouveau les meilleures.
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Annexes C : Leysse-Tremblay — prévisions COSMO

Ces modéles sont construits avec un pas de temps horaire, entrainés sur |'ensemble de la période 01.01.2017-
28.02.2022 et non sur une sélection d'événements. Les prévisions météorologiques sont fournies par COSMO et
non INCA. Les modéles sont entrainés & +3h et +24h. lls sont par conséquent quelque peu éloignés du but de
ce projet. lls ont essentiellement été développés afin de prendre en main les outils d'apprentissage automatique
sur un type de probléme (horizon de prévision et pas de temps) connu et maitrisé par Hydrique.

Prévisions a +24h

A cet horizon, seuls un modéle de MLP pur et un modéle hybride ont été développés. Le modéle physique utilisé
est filtré avec SplinesForFlood.

Prévisions +24h

Nb events —MLP —HYB —PHY pers24h
90% 9000
80% 8000
70% 7000
60% 6000
S50% 5000
w
[a
Sa0% 4000
—
//77177,77
30% — —_— 3000
20% - - 2000
10% 1000
8341 2615 1118 655 404 259 168 118 84 55 40 30

0%

10 20 30 40 50 60 70 80 90 100 110 120

Débit Leysse - Tremblay (m3/s)

Critére de persistance

PHY MLP | HYB
0.84 0.72 | 0.86

Figure 100 : Performance MAPE et critére de persistance des modéles pour un horizon de +24h

Les 3 modeéles (Figure 100) battent aisément le modéle de persistance, ce qui n’est pas étonnant pour un horizon
éloigné de 24h. On constate que le modéle qui se base exclusivement sur les réseaux de neurones (MLP) obtient
des performances moins bonnes que le modéle physique filtré (PHY), pour toute la gamme de débit. Par contre
le modeéle hybride (HYB) permet d’améliorer un peu la prévision préalablement établie par le modéle physique,
bien que cette amélioration soit relativement faible.

93



Prévisions a +3h

L'étape suivante consiste a réduire I'horizon de prévision. Comme |'utilisation de |'apprentissage automatique
pour des horizons courts est relativement nouveau pour le bureau Hydrique Ingénieurs, une prévision a +3h,
toujours avec COSMOL et sans radar a d'abord été mise en place, le but étant d'observer le comportement des
modéles de réseaux de neuronaux pour de courts horizons de prévisions.

La Figure 101 illustre la performance des différents modéles mis en place. Tout d'abord, on remarque une
amélioration importante permise par le filtre SplinesForFloods (raccordé & +6h) : PHY1 est largement surpassé
par PHY2. L'apprentissage automatique seul (MLP1) ne permet pas d'obtenir de meilleurs résultats que PHY2.
Il est par contre meilleur que PHY1. Comme précédemment, les modéles hybrides permettent d'améliorer
significativement les prévisions des modéles physiques. HYB2 est le modéle qui obtient le meilleur score. On
remarque notamment le critére de persistance trés élevé de 0.95

Prévisions +3h

Nb events PERS3h —MLP1 —PHY1 —PHY2 —HYB1 —HYB2
25% 9000

8000

)
20% 7000

6000

15% T
e SR e 5000

MAPE 1h

4000
10%
3000

2000
5%

SO [P  E————— N B N, o 1000
- 8341 2615 1118 655 404 259 168 118 84 55 40 30 .
10 20 30 40 50 60 70 80 90 100 110 120

Débit Leysse - Tremblay (m3/s)

Critére de persistance
MLP1 PHY1 | PHY2 HYB1 HYB2
034 | -069 0.79 0.63 0.95

Figure 101 : Performance MAPE et critére de persistance des modéles pour un horizon de +3h.
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Un comportement intéressant apparait lorsque I'on compare les modéles MLP1 et HYB2 sur des événements de
crues (Figure 102). On constate que MLP1 a tendance a persister, c’est-3-dire & conserver la valeur de la derniére
mesure disponible et a I'utiliser comme prévision. Il en résulte un retard dans la prévision des pointes de crue
(comme observé par Artigue [48]). Cet effet est estompé par le modéle hybride pour lequel les pointes de crues
surviennent au bon moment. L'information fournie par le modéle physique permet au MLP de placer les pointes

au bon moment. L'impression visuelle est confirmée par la valeur du critére de persistance : respectivement 0.34
pour MLP1 et 0.95 pour HYB2.

Evénement du 04.01.2018-05.01.2018 Evénement du 28.12.2021-30.12.2021
200 250
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160 200
140
2120 = 150
£ 100 E
2 80 2 100
o (=]
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40 50
20
0 0
)4.01.2018 00:00 04.01.2018 12:00 05.01.2018 00:00 05.01.2018 12:00 28.12.2021 00:00 29.12.2021 00:00 30.12.2021 00:00
——Mesures ——MLP1 ——HYB2 — Mesures MLP1 ——HYB2
Evénement du 02.03.2020-03.03.2020 Evénement du 28.01.2021-29.01.2018
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100 100
— 80 — 80
<L <
b 4
= 60 = 60
e 40 S a0
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02.03.2020 12:00 03.03.2020 00:00 12:00 28.01.2021 12:00 29.01.2021 00:00 29.01.2021 12:00 30.01.2021 00:00
—Mesures ——MLP1 ——HYB2 —Mesures ——MLP1 ——HYB2

Figure 102 : Comportement des modéles MLP1 et HYB2 sur une sélection de 4 événements de crue.
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Annexes D — Données d’entrées et hyper-paramétres

Cette section décrit les paramétres, en particulier les variables d'entrées et le nombre de neurones des modéles

MLP. Les nombres entre [crochets] indiquent le nombre de valeurs données au modéle. Pour des mesures, [3]

indique que I'on donne les 3 derniéres mesures disponibles, pour les prévisions, [3] indique que I'on donne les 3

prochaines prévisions (+10min, +20min et +30min).

Sauf mention contraire les hyper paramétres suivants sont utilisés pour tous les modéles :
e Fonction de perte = MSE.

e Fonction d'activation = Sigmoide.

e Nombre d'époques = 5000.

e Taux d'apprentissage = 0.005.

e Nombre de couches de neurones cachés = 1.

8.1.1. Flon-Capelard

Modéle

Horizon

Variables entrée

Neurones

MLPpers

30min

Mesure débit Flon-Capelard [3]
Mesure précipitation Crissier [3]
Mesure précipitation Le Mont-Sur-Lausanne [3]

20

MLP1

30min

Mesure débit Flon-Capelard [3]

Mesure précipitation Crissier [3]

Mesure précipitation Le Mont-Sur-Lausanne [3]

Prévision précipitation INCA Flon-Sup, Louve-Sup, Louve-Flon-Inf, VI, Vidy-New, Ouchy,
Lausanne-Ouest [3]

20

HYB1

30min

Mesure débit Flon-Capelard [3]
Prévision débit RS Flon Capelard [3]
Prévision précipitation RS Lausanne [3]

20

HYB2

30min

Mesure débit Flon-Capelard [3]
Prévision débit RS filtré Flon Capelard [3]
Prévision précipitation RS Lausanne [3]

20

PF

30min

Mesure débit Flon-Capelard [3]

Mesure précipitation Crissier (utilisé en prévision) [3]

Mesure précipitation Le Mont-sur-Lausanne (utilisé en prévision) [3]
Mesure précipitation Lausanne (utilisé en prévision) [3]

20

MLPpers

60min

Mesure débit Flon-Capelard [6]
Mesure précipitation Crissier [6]
Mesure précipitation Le Mont-Sur-Lausanne [6]

15

MLP1

60min

Mesure débit Flon-Capelard [6]

Mesure précipitation Crissier [6]

Mesure précipitation Le Mont-Sur-Lausanne [6]

Prévision précipitation Flon-Sup, Louve-Sup, Louve-Flon-Inf, VI, Vidy-New, Ouchy, Lausanne-
Ouest [6]

20

HYB1

60min

Mesure débit Flon-Capelard [6]
Prévision débit RS Flon Capelard [6]

20

HYB2

60min

Mesure débit Flon-Capelard [6]
Prévision débit RS filtré Flon Capelard [6]

20

HYB3

60min

Mesure débit Flon-Capelard [6]
Prévision débit RS Flon Capelard [6]
Prévision débit HYB2 a 30min Flon Capelard [1]

20

PF

60min

Mesure débit Flon-Capelard [6]

Mesure précipitation Crissier (utilisé en prévision) [6]

Mesure précipitation Le Mont-sur-Lausanne (utilisé en prévision) [6]
Mesure précipitation Lausanne (utilisé en prévision) [6]

20
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8.1.2. Altbach-Kloten

Modéle Horizon | Variables entrée Neurones
MLPpers 30min Mesure dé,biF .Sch?ffausertrasse [3] 10
Mesure précipitation Kloten [3]
Mesure débit Schaffausertrasse [3]
MLP1 30min Mesure précipitation Kloten [3] 15
Prévision précipitation INCA Altbach, Lindauerbach [3]
Mesure débit Schaffausertrasse [3]
Mesure précipitation Kloten [3]
(PE\\((ch}Id) 30min Prévision débit RS Schaffausertrasse [3] 15
Prévision débit RS Bassersdorf [3]
Prévision précipitation RS Kloten [3]
Mesure débit Schaffausertrasse [3]
Mesure précipitation Kloten [3]
(PIT\:{anlew) 30min Prévision débit RS Schaffausertrasse [3] nouveau modeéle 15
Prévision débit RS Bassersdorf [3] nouveau modéle
Prévision précipitation RS Kloten [3]
HYB1 Mesure débit Schaffausertrasse [3] Fonction coit = MSE pondérée
Weighted 30min Mesure précipitation Kloten [3] par le débit observé. 30
MSE Prévision débit RS Schaffausertrasse [3] nouveau modeéle Taux apprentissage = 0.05.
(PHY1 new) Prévision précipitation RS Kloten [3]
Mesure débit Schaffausertrasse [3]
HYB2 Mesure précipitation Kloten [3]
(PHY2 old) 30min Prévision débit RS filtré Schaffausertrasse [3] 15
Prévision débit RS filtré Bassersdorf [3]
Prévision précipitation RS Kloten [3]
Mesure débit Schaffausertrasse [3]
PE 30min Mesure précipitation Kloten [3] 15

Mesure précipitation Winterthur [3]
Mesure précipitation Lausanne (utilisé en prévision) [3]
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8.1.3. Leysse-Tremblay

Modéle

Horizon

Variables entrée

Neurones

MLPpers

60min

Mesure débit Leysse-Tremblay [6]

20

MLP1

60min

Mesure débit Leysse-Tremblay [6]
Prévisions précipitations INCA Albannel, Albanne2, Hyeresl, Hyeres2, Hyeres3 [6]

10

HYB1

60min

Mesure débit Leysse-Tremblay [6]
Prévisions débit RS Leysse-Tremblay [6]
Prévisions débit RS Leysse-Ravoire [6]

30

HYB2

60min

Mesure débit Leysse-Tremblay [6]
Prévisions débit RS filtré Leysse-Tremblay [6]
Prévisions débit RS filtré Leysse-Ravoire [6]

30

MLPpers

120min

Mesure débit Leysse-Tremblay [12]
Mesure température Féclaz [12]

20

MLP1

120min

Mesure débit Leysse-Tremblay [12]

Mesure température Féclaz [12]

Prévisions précipitations INCA Albannel, Albanne2, Hyeresl, Hyeres2, Hyeres3
[2, moyennes horaires]

20

HYB1

120min

Mesure débit Leysse-Tremblay [12]

Mesure température Féclaz [12]

Prévisions débit RS Leysse-Tremblay [2, moyennes horaires]
Prévisions débit RS Leysse-Ravoire [2, moyennes horaires]

30

HYB2

120min

Mesure débit Leysse-Tremblay [12]

Mesure température Féclaz [12]

Prévisions débit RS filtré Leysse-Tremblay [2, moyennes horaires]
Prévisions débit RS filtré Leysse-Ravoire [2, moyennes horaires]

30

HYB3

120min

Mesure débit Leysse-Tremblay [12]

Mesure température Féclaz [12]

Prévisions débit RS Leysse-Tremblay [2, moyennes horaires]
Prévisions débit RS Leysse-Ravoire [2, moyennes horaires]
Prévision débit HYB2 a 60min Leysse-Tremblay [6]

30

HYB4

120min

Mesure débit Leysse-Tremblay [12]

Mesure température Féclaz [12]

Prévisions débit RS Leysse-Tremblay [2, moyennes horaires]
Prévisions débit RS Leysse-Ravoire [2, moyennes horaires]
Prévision débit HYB2 filtré a 60min Leysse-Tremblay [6]

30

MLPpers

180min

Mesure débit Leysse-Tremblay [18]
Mesure température Féclaz [18]

20

MLP1

180min

Mesure débit Leysse-Tremblay [18]

Mesure température Féclaz [18]

Prévisions  précipitations INCA  Albannel, Albanne2, Hyeresl, Hyeres2,
Mere, MereAmont, TernezeAmont, TernezeAval [3, moyennes horaires]

Hyeres3,

20

HYB1

180min

Mesure débit Leysse-Tremblay [18]
Mesure température Féclaz [18]
Prévisions débit RS Leysse-Tremblay [3, moyennes horaires]

20

HYB2

180min

Mesure débit Leysse-Tremblay [18]
Mesure température Féclaz [18]
Prévisions débit RS Leysse-Tremblay [3, moyennes horaires]

20

HYB3

180min

Mesure débit Leysse-Tremblay [18]

Mesure température Féclaz [18]

Prévisions débit RS Leysse-Tremblay [3, moyennes horaires]
Prévision débit HYB2 a 60min Leysse-Tremblay [6]
Prévision débit HYB4 a 120min Leysse-Tremblay [6]

20

HYB4

180min

Mesure débit Leysse-Tremblay [18]

Mesure température Féclaz [18]

Prévisions débit RS Leysse-Tremblay [3, moyennes horaires]
Prévision débit HYB2 filtré a 60min Leysse-Tremblay [6]
Prévision débit HYBA4 filtré a 120min Leysse-Tremblay [6]

20
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8.1.4. Emosson Collecteur-Est

Modéle

Horizon

Variables entrée

Neurones

MLPpers

60min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

15

MLP1

60min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

Prévision précipitation INCA Dral.1l, Dra2.1, Dra3.1, Dra8.1, Dra8.2, Tril.1 [6]

15

HYB1

60min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]
Prévision débit RS Collecteur-Est [6]

15

HYB2

60min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]
Prévision débit RS filtré Collecteur-Est [6]

15

PF

60min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

Mesure précipitation Saleina (en prévision) [6]

Mesure précipitation La Fouly (en prévision) [6]

Mesure température Montagnier-Bagnes (en prévision) [6]

15

MLPpers

120min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

25

MLP1

120min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

Prévision précipitation INCA Dra4.3, Dra5.1, Dra6.1, Dra8.1, Dra8.2, Dra9 Tril.1
[2, moyenne horaire]

25

HYB1

120min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

Prévision débit RS Collecteur-Est [2, moyenne horaire]

25

HYB2

120min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

Prévision débit RS filtré Collecteur-Est [2, moyenne horaire]
Prévision débit RS filtré La Fouly [2, moyenne horaire]

25

HYB3

120min

Mesure débit Collecteur-Est [6]
Mesure débit La Fouly [6]
Mesure précipitation Saleina [6]

25
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Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

Prévision débit RS filtré Collecteur-Est [2, moyenne horaire]
Prévision débit RS filtré La Fouly [2, moyenne horaire]
Prévision HYB2 a 1h Collecteur-Est [1]

PF

120min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure précipitation La Fouly [6]

Mesure température Montagnier-Bagnes [6]

Mesure précipitation Saleina (en prévision) [12]

Mesure précipitation La Fouly (en prévision) [12]

Mesure température Montagnier-Bagnes (en prévision) [12]

25

MLPpers

180min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure température Montagnier-Bagnes [6]

25

MLP1

180min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure température Montagnier-Bagnes [6]

Prévision précipitation INCA Dral.l, Dra2.1, Dra3.1, Dra4.3, Dra5.1, Dra6.1, Dra8.1, Dra8.2,
Dra9, Tril.1 [3, moyenne horaire]

30

HYB1

180min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure température Montagnier-Bagnes [6]

Prévision débit RS Collecteur-Est [3, moyenne horaire]

25

HYB2

180min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure température Montagnier-Bagnes [6]

Prévision débit RS filtré Collecteur-Est [3, moyenne horaire]

25

HYB3

180min

Mesure débit Collecteur-Est [6]

Mesure débit La Fouly [6]

Mesure précipitation Saleina [6]

Mesure température Montagnier-Bagnes [6]

Prévision débit RS filtré Collecteur-Est [3, moyenne horaire]
Prévision débit HYB2 a 1h Collecteur-Est [1]

Prévision débit HYB3 a 2h Collecteur-Est [1]

25
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